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RESUMO. Tradicionalmente, os parametros utilizados nos algoritmos de otimizag#o heuristicos séo consi-
derados fixos durante o processo evolutivo. Apesar desta caracteristica simplificar os cédigos computacio-
nais e dos bons resultados apresentados na literatura, o uso de pardmetros fixos nao previne a ocorréncia de
convergéncia prematura, além de problemas relacionados a sensibilidade destes parametros. Neste sentido,
este trabalho tem por objetivo propor um algoritmo heuristico auto-adaptativo baseado no conceito de taxa
de convergéncia e de diversidade da populacdo aplicados ao algoritmo de Evolucdo Diferencial. A metodo-
logia proposta € aplicada na resolucio de fungdes matemadticas com diferentes graus de complexidade e na
determinac¢do de um protocolo otimizado para a administra¢ao de drogas em pacientes com cancer através
da proposicao e resolu¢do de um problema de controle 6timo multi-objetivo. Assim, deseja-se minimizar
o numero de células tumorais e a concentracdo maxima das drogas administradas ao paciente. A partir da
obtencdo da Curva de Pareto, um protocolo otimizado para a administracio de drogas pode ser testado na
prtica.

Palavras-chave: algoritmo auto-adaptativos, evolugdo diferencial, tratamento de tumores, problema de
controle 6timo multi-objetivo.

1 INTRODUCAO

Em quaisquer métodos heuristicos de otimizagao € necessaria a defini¢do de parametros associa-
dos as diferentes técnicas para que estes possam ser aplicados. Em comparag@o com estratégias
que fazem uso de informagdes sobre o gradiente da func@o objetivo e de suas restri¢des, o nimero
de parametros a serem definidos pelo usudrio é bem superior, o que caracteriza uma aparente des-
vantagem. Neste caso, existe a necessidade de se definir valores ou faixas para tais parimetros
de modo que estes possam ser utilizados para uma gama representativa de estudos de caso. Além
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disso, o uso de um conjunto de parimetros default sugerido pela literatura especializada nao
implica na obtencdo da solugdo global ou em um nimero otimizado de avaliagdes da fungdo
objetivo.

Tradicionalmente, pardmetros como, por exemplo, o tamanho da populagao, sdo considerados fi-
xos durante todo o processo de otimizagdo. Do ponto de vista de implementagao, tal caracteristica
simplifica os algoritmos, mas por outro lado deixa de considerar um aspecto muito interessante
da evolucgio bioldgica, a saber, a variagdo do nimero de individuos da populagdo, que € inerente
aos sistemas bioldgicos reais. Em termos praticos, se o nimero de geracdes em um algoritmo
evolutivo tender ao infinito, implica que a populacdo caminha para se tornar homogénea, isto €,
todos os candidatos da populacio terdo o mesmo valor de func¢do objetivo. Neste caso, se essa
condigdo ¢ satisfeita, ndo existe a necessidade de avaliar todos os candidatos, o que implica na
redugdo do nimero de avaliacdes da fungdo objetivo.

Neste cendrio, para reduzir a pressdo no processo de selecdo que pode ser causada pelo uso de
pardmetros constantes, nos ultimos anos vérias metodologias tém sido propostas para a atuali-
zagdo desses parametros. Zaharie [1] propds uma regra baseada no conceito de diversidade da
populacio para a atualizacdo dinamica da taxa de perturbac@o e da probabilidade de cruzamento
no algoritmo de Evolucdo Diferencial (ED) [2, 3]. Neste contexto, uma linha de pesquisa que
tem sido bastante explorada consiste do uso de modelos caéticos de busca para a atualizagdo
destes parametros, devido a diversidade que esses modelos introduzem no processo evolutivo
[4, 5, 6]. Em se tratanto do tamanho da populag¢do, ndo sdo muitos os trabalhos que abordam
este tema. Dentre estes, Sun e colaboradores [7] propuseram duas estratégias para a atualizag@o
dinamica do tamanho da populagio no algoritmo de Enxame de Particulas. A principal desvan-
tagem desta estratégia é o fato destas ndo fazerem uso de nenhuma informagdo sobre o anda-
mento do processo evolutivo, ou seja, dependem exclusivamente de fatores externos ao processo
(parametros adotados para as constantes das fungdes matemadticas adotadas para a redugdo do
nimero de individuos da populacéo).

Em se tratando de aplicacdes considerando métodos de otimizacéo heuristicos, a literatura es-
pecializada apresenta uma infinidade de estudos de caso. Dentre estes, sua utilizacdo para o
desenvolvimento de estratégias empregadas para o tratamento de tumores representa um topico
de pesquisa de grande relevancia nos dias atuais. Apesar dos inimeros esfor¢os dedicados ao de-
senvolvimento de novas tecnologias para o diagndstico e o tratamento de tumores, a incidéncia
de cancer tem aumentado significativamente no mundo. Mesmo com as varias modalidades de
tratamento, ndo existe um procedimento considerado ideal, isto é, aquele que é capaz de destruir
as células tumorais sem prejudicar as células normais, além de inibir a manifestagdo da agres-
sividade da doenga [8]. Nos dias atuais, esta busca pode ser facilitada pelo desenvolvimento de
modelos matematicos que sdo capazes de representar adequadamente o fendmeno de crescimento
de tumores. Assim, de posse de um modelo representativo, mesmo que qualitativamente, pode-se
formular um problema de otimizacdo cujos objetivos primordiais sejam o de determinar a melhor
forma de administracdo de drogas ao paciente, bem como simular mudancas em diferentes as-
pectos como a dose por fragdo, a taxa de dose e o tempo total do tratamento, além de identificar
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protocolos para a administragdo de drogas, na reducdo dos efeitos colaterais a radiag@o, dentre
outros aspectos [9, 10].

Matematicamente, a determinagcdo do perfil para a administracdo de drogas pode ser obtida
através da formulagdo e resolu¢io de um Problema de Controle Otimo (PCO). Cabe ressaltar
que, tradicionalmente, o objetivo considerado neste problema é a minimizacdo do niimero de
células tumorais ao final do tratamento. Neste caso, ndo € considerado um aspecto muito rele-
vante nestes sistemas, a saber, que altas concentracdes de drogas afetam significativamente a
saude dos pacientes (efeitos colaterais evidenciais, por exemplo, a partir da reducdo do nimero
de células imunes decorrente da aplicagc@o das grandes quantidades de drogas).

Neste contexto, o objetivo deste trabalho é propor um algoritmo auto-adaptativo para a atualiza-
¢do dos parametros do algoritmo de ED através da defini¢io do conceito de taxa de convergéncia
e do uso do conceito de diversidade da populacdo proposto por Zaharie [1]. A metodologia
proposta serd utilizada para a resolu¢do de uma série de fungdes matematicas, bem como na
resolucdo de um PCO multi-objetivo que consiste na determinagdo de um conjunto de protoco-
los para a administra¢do de drogas em pacientes com céancer, dentre os quais pode-se, a partir da
definicdo de um determinado critério, implementé-lo na pratica. Os objetivos considerados neste
problema multi-objetivo sdo: a minimizacdo do niimero de células tumorais e a minimizagao
da concentracdo de drogas que devem ser administradas ao paciente, de modo a minimizar os
efeitos colaterais que hoje ndo sdo considerados na formulacgéo deste tipo de problema.

Este trabalho esta estruturado conforme segue: na Se¢ao 2 € apresentada a fundamentacéo teérica
do algoritmo de ED. Ja nas Se¢des 3 e 4 sdo apresentadas as motivagdes para o desenvolvimento
deste trabalho e as estratégias para a atualizagdo dos pardmetros considerados no algoritmo de
ED. Na Secao 5 sdo apresentados a modelagem matematica relacionada ao crescimento de tumo-
res, bem como a formulagdo matematica do PCO. Os resultados e a discussdo sdo apresentados
na Secdo 6. Finalmente, as conclusdes e sugestdes para trabalhos futuros sdo apresentadas na
dltima se¢@o.

2 ALGORITMO DE EVOLUCAO DIFERENCIAL

O algoritmo de ED, proposto por Storn & Price [2], ¢ uma estratégia heuristica desenvolvida para
a resolucdo de problemas de otimizag@o que se fundamenta na realizacdo de operacgdes vetoriais
para a geracdo de candidatos em potencial para a solucio do problema. O seu procedimento geral
¢é dado pelas seguintes etapas [2, 3]:

1) Define-se o problema (nimero de varidveis de projeto, bem como o seu dominio, além
da funcio objetivo e das restricdes) e os pardmetros que serdo utilizados no algoritmo de
ED (tamanho da populacido — N P, taxa de perturbagdo — F', probabilidade de cruzamento
— CR, estratégia utilizada para gerar uma nova populacio (ver a Tabela 1), niimero de
geracdes e critério de parada);
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2) Gera-se uma populagdo inicial com N P solucdes factiveis (as varidveis de projeto estdo
dentro das fronteiras delimitadas pelo dominio especificado pelo usudrio) para o problema
em questao;

3) Seleciona-se trés individuos (xé, x;} e x)],, onde os subscritos «, B e y representam dife-

rentes posicdes dos individuos na populagio e j € um contador pertencente ao intervalo
[1 N P]), de forma aleatdria, na populagdo (conforme a estratégia 7, por exemplo). Um
deles € escolhido para ser substituido (xé — candidato a ser perturbado) e os outros dois
(xg e x)];) para realizarem a operacdo de substracdo vetorial. Cada individuo € um vetor
que contém todas as varidveis de projeto;

4) Gera-se uma nova populacido de candidatos através da obtencdo de novos individuos
(xj +1 j =1,..., NP) viarealizacdo de uma operagdo vetorial simples, isto &, xJtl =
xé + F (xé — x)];) (a forma com a qual esse novo candidato serd gerado é funcdo da
estratégia escolhida, conforme apresentado na Tabela 1), ponderada por uma taxa de per-
turbag¢do F (nimero real definido entre [0 2] [2]). O faixa considerada para este parametro
foi definida a partir da resolucéo de diferentes estudos de caso encontrados na literatura
especializada [2, 11];

5) Avalia-se essa nova populagdo com relag@o a fungio objetivo e as restrigdes;

6) Compara-se a posi¢do relativa de cada individuo das duas populagdes (original e a gerada
através do mecanismo apresentado) em relacdo ao valor da fungao objetivo e se for gerado
um ndmero aleatério (pertencente ao intervalo [0 1]) e este for menor que a probabilidade
de cruzamento CR definida, o novo candidato é aceito, caso contrario, esse candidato é
rejeitado. Ao final deste procedimento, uma nova populagio (formada com individuos da
populacio corrente e da nova populacio) serd formada. Cabe ressaltar que a faixa para o
pardmetro CR, isto €, [0 1] € definida por se tratar de uma probabilidade. Na pratica, quanto
maior esse valor, isto €, mais préximo da unidade, maior € a chance de um candidato que
foi gerado substituir o seu antecessor na populacao;

7) Avalia-se o critério de parada definido. Se este for satisfeito o procedimento evolutivo é
finalizado. Caso contrario, voltar ao terceiro passo.

A convencdo utilizada por Storn & Price [2] é DE/x/y/z, onde x representa o vetor que sera
perturbado. Por exemplo, optando-se por rand, a posi¢do que contém o vetor que serda pertur-
bado € escolhido aleatoriamente na populagdo. y é o nimero de pares de vetores que sdo consi-
derados durante a perturbag@o e z € o tipo de cruzamento usado para a geracao do candidato, bin
no caso binomial e exp no caso exponencial. Os subscritos «, 8, y, p e § s@o indices escolhidos
aleatoriamente na populacdo. xps; € 0 melhor individuo da populagdo na geracdo anterior e x4
€ um individuo, escolhido aleatoriamente da populagdo, na geracdo anterior.

Para a inicializacdo do algoritmo de ED, Storn & Price [2] aconselham N P em tornode 5 a 10
vezes o nimero de varidveis de projeto do problema, F' como sendo um valor entre 0,4 a 1,2 e
CR como sendo igual a 0,8. Cabe ressaltar que esses valores ou faixas podem ser diferentes a
depender da aplicagdo considerada.
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Tabela 1: Representagdo das estratégias do algoritmo de ED [2, 3].

Estratégia Representacdo Mecanismo de Mutacdo
1 xj+1=xéest + F(x;} — x)],) DE/best/1/exp
) xiH=xd + F(x;} _ x)],) DE/rand/1/exp
3 XH__l:x;ld + F(xéest _ xgld) + F(xj —x{) | DElran-to-best/2/exp
4 x]_H:xéest + F(x), — x;}) + F(x)], — xg) DE/best/2/exp
5 xiH=x] + F(x/], _ x;}) + F(x)], — xg) DE/rand/2/exp
6 xj+1=xée-ﬁ + F()f;f — x)],) DE/best/1/bin
7 xiHl=x] 4 F(x;} —x}) DE/rand/1/bin
3 xj+-1=x£ld + F(xéest — xgld) + F(x)], - xg) DE/rand-to-best/2/bin
9 x]_H:xée_st + F()f({t _ x;}) + F(x)], —xg) DE/best/2/bin
10 x]+1=xé + F(x{, _ x;}) + F(x)]/ — xg) DE/rand/2/bin

3 INFLUENCIA DOS PARAMETROS DO ALGORITMO DE EVOLUCAO
DIFERENCIAL

Conforme comentado anteriormente, a escolha dos pardmetros empregados no algoritmo de
ED podem influenciar o processo de busca do 6timo global, bem como o nimero total de
avaliagdes da funcdo objetivo requeridas para a sua obtencdo. Para avaliar o efeito da escolha
destes parametros, bem como da homogeneidade da populag¢do durante o processo evolutivo,
serd considerada a fun¢do matematica definida pela equacao (3.1) [12].

f = xysin(4xy) + 1, 1xo sin(2x7) 3.1

em que x;, i = 1,2 ¢ o vetor de varidveis de projeto definido no intervalo 0 < x1, x, < 10.
Este problema apresenta, dentro do dominio especificado, inimeros 6timos locais e um 6timo
global cujo valor reportado na literatura é f = 18, 55 [12].

Para a resolugdo deste problema sido consideradas as seguintes configuracdes no algoritmo de
ED: ED; (CR =0,1e F =0,3), ED, (CR =05¢e F =0,5 ¢ ED; (CR =0,8¢ F = 1,2),
onde CR ¢ a probabilidade de cruzamento e F ¢ a taxa de perturbacdo. Em cada uma des-
tas estratégias foram considerados 50 individuos na populacdo, estratégia 7 (ED/rand/1/bin —
convencdo utilizada em [2] em que ED representa o algoritmo base, rand significa que a posic¢ao
que contém o vetor a ser perturbado serd escolhida aleatoriamente na populacdo, 1 representa
o nimero de pares que sdo considerados durante a perturbacdo e bin representa o tipo de cru-
zamento empregado para a geragdo do novo candidato). O critério de parada é definido como
sendo a homogeneidade da populacdo, isto €, o médulo da diferenga entre o valor médio e o
pior valor em termos da fung@o objetivo (da geracdo corrente) deve ser menor que 1E-10 para
que o algoritmo seja finalizado. Além disso, cada uma destas estratégias é executada dez vezes
considerando um conjunto diferente de sementes ([012 ... 9]) para a inicializacdo do gerador
de nimeros aleatérios.
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A Figura 1 apresenta a evolugdo do valor da fungdo objetivo (f) dada pela equacdo (3.1) (CR =
0,8, F = 1,2 e semente igual a 9). J4 a Figura 2 apresenta a influéncia da escolha do conjunto
de parametros no nimero de geragdes requeridas para a obtencdo do 6timo global, em funcdo da
semente considerada para a inicializa¢do do gerador de nimeros aleatérios.
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Figura 1: Evolucdo da populacio ao longo do processo evolutivo.
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Figura 2: Influéncia dos parametros no nimero de geragdes requeridas.

Com os resultados apresentados na Figura 1 observa-se que a partir da 50¢ gera¢ao cada um dos
individuos da populacgdo apresentam o mesmo valor para a func@o objetivo, isto €, a homogenei-
dade da populac@o foi alcancada. Neste caso, como os candidatos da populagido tém o mesmo
valor para a fun¢io objetivo, ndo existe a necessidade de se avaliar todos estes candidatos, e
nem mesmo de se trabalhar com esse niimero de individuos. Intuitivamente, pode ser benéfico
para a populacdo se expandir nas primeiras geragdes, isto €, assumir o seu valor maximo (50
individuos) enquanto a diversidade da populacdo € alta. Este aspecto oferece aos individuos da
populacdo a oportunidade de explorag@o do espago de projeto, promovendo assim uma melhor
chance de localizacdo do 6timo global. Por outro lado, do ponto de vista da otimizag¢do em si,
ao final do processo evolutivo, como a tendéncia natural da populagdo é se tornar homogénea,
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resultam avaliagdes desnecessarias da func@o objetivo e, por consequéncia, no aumento do custo
computacional. Neste tltimo caso, o tamanho da populagdo poderd assumir um valor minimo,
o que ainda pode permitir a exploragdo de novas regides, bem como o refinamento da solucdo
corrente.

Na Figura 2 observa-se que a escolha do conjunto de parametros CR e F influencia o ntimero
de geracdes requeridas para a obten¢do do 6timo global. Neste caso, um conjunto de valores
default, que € interessante para um estudo de caso, pode no ser o melhor para outras aplicagdes.
De forma pratica, a escolha destes parametros representa uma pressao sobre o usudrio da técnica,
sendo necessdria a realizacdo de inimeros experimentos numéricos para a definicio do melhor
conjunto de parametros que conduzam a solucdo global, bem como leve a um nimero menor
de avaliacdes da funcdo objetivo. Além disso, conforme discutido por Zaharie [1], apesar do
desempenho e das varias aplicagdes considerando parametros fixos no algoritmo de ED, nao
existe nenhuma garantia de que a convergéncia prematura (estagnag¢do em torno de um 6timo
local) possa ser evitada ou que o problema nio seja sensivel a escolha desses parametros.

Diante do que foi apresentado, parece ser promissor o desenvolvimento de uma estratégia onde
os parametros (probabilidade de cruzamento, taxa de perturbagdo e tamanho da populacdo) do
algoritmo de ED possam ser atualizados dinamicamente, ou seja, a cada geracdo, a partir do
uso de informacdes sobre o processo evolutivo. Neste contexto, a préxima se¢do apresenta a
metodologia utilizada para a atualizacio dinamica dos pardmetros do algoritmo de ED.

4 ATUALIZACAO DINAMICA DOS PARAMETROS DO ALGORITMO
DE EVOLUCAO DIFERENCIAL

Como destacado anteriormente, uma das principais dificuldades encontradas na utilizagdo dos
métodos heuristicos é a definicdo dos valores dos parametros que serdo utilizados na resolucdo
do problema em questdo. A maioria dos trabalhos apresentados na literatura [13, 14], apesar de
apresentarem resultados satisfatérios para uma grande gama de problemas, nao fazem qualquer
andlise de sensibilidade destes parimetros em relagdo a qualidade da solug¢do obtida. Aliado
a isso, as estratégias descritas por Sun e colaboradores [7] para a atualizacdo do tamanho da
populacdo independem de quaisquer informacdes sobre o andamento do processo evolutivo, o
que, do ponto de vista do processo de otimizacdo, representa uma grande desvantagem.

Neste contexto serdo apresentadas, nas proéximas seg¢des, as estratégias para a atualizacdo dos
parametros do algoritmo de ED. Estas serfo utilizadas para o desenvolvimento do algoritmo
heuristico adaptativo a que esse trabalho se propde.

4.1 Taxa de Perturbacio e da Probabilidade de Cruzamento

A atualizag@o dindmica da taxa de perturbacdo (F') e da probabilidade de cruzamento (CR) sera
realizada segundo a metodologia proposta por Zaharie [1]. Esta estratégia € baseada na evolugao
da variancia da populacdo X de tamanho N P durante o processo de otimizagdo, conforme a
equacdo (4.1).

Var(X) = X> — X? 4.1)
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em que

NP
X = ’ 4.2
Lve >
Segundo Zaharie [1], o valor esperado para a varidncia da populagio, obtida apds a recombina-
¢do (processo de geragdo de um novo candidato no algoritmo de ED), se o melhor individuo da
populacido ndo € considerado, é dado pela equagdo (4.3).
2CR  CR?

_ (g2 _ LR CRT
E (Var(X)) = (2F CR+1- " NP) Var(X) 4.3)

Seja X (g) a populacdo obtida na geracdo g-1 (populacdo inicial para a geracdo g). Durante a
geragdo g a populacio X € transformada em X’ (por recombinago) e em X" (pelo processo de
selecdo do melhor individuo).

Definindo y como sendo Var(X(g + 1))/ Var(X(g)), a tendéncia da variancia da populagdo
pode ser analisada. Se y < 1 pode-se compensar um incremento na variancia e o processo de
convergéncia é acelerado, mas com risco de convergéncia prematura. Por outro lado, se y > 1
pode-se compensar um decremento na variancia, evitando assim convergéncia prematura. Assim
sendo, a ideia é escolher os pardmetros F e CR de forma a compensar os efeitos da aplicacdo
dos operadores de recombinacio e selecdo em geracdes anteriores. A partir da manipulagdo
algébrica da equagdo (4.3), os parametros F', CR e N P podem ser relacionados com a varidncia
da populacdo, conforme a equagdo (4.4).

) 2CR CR?
142F>CR—-—— ——— = (4.4)
NP NP
em que
14 1
A=y lart@+l) 4.5)

Var (x (8))

A equagido (4.4) pode ser resolvida com relag@o ao parametro F, isto €:

1 n
—_— —, > (0
F={ VnpPV2cr *"= (4.6)

Fhin, sen <0
comn=NP X —1)+2CR (2 — CR) e Fpj, o valor minimo para F € [0, 12].

Analogamente, uma expressao para CR também pode ser obtida:

\/(NPFZ—I)Z—NP(I—A), se A > 1

CR={—(NPF>—-1)+ 4.7

C Rnin, se A < 1

em que C Rpyin € o valor minimo para CR € [0, 01 1] e o parametro A é definido como apresen-
tado na equacgdo (4.5).

Desta forma € possivel, a partir da diversidade da populagdo, atualizar os valores de F e de
CR de maneira a procurar evitar a convergéncia prematura, bem como buscar a regido onde,
provavelmente, o 6timo global esta localizado.
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4.2 Atualizacdo do Tamanho da Populaciao

A atualizacdo do tamanho da populagdo € feita através da definicdo da taxa de convergéncia
(T C) conforme a equacdo (4.8).
_ |faverage |

TC=———
|fw0rst|

em que fuyerage € 0 valor médio da fungdo objetivo da populagdo e fyorss € 0 pior valor da

(4.8)

funcdo objetivo da populacio, respectivamente.

A relacdo acima nada mais é do que uma forma de mensurar a homogeneidade da populacao.
No inicio do processo evolutivo, como os valores de fyverage € de fuworss 30 bem distintos
(diversidade da populacio), o valor de 7C € préximo de zero. Com o aumento do nimero de
geracdes, o valor de 7'C tende a se tornar mais préximo da unidade, ja que a populagdo tende a
se tornar homogeénea.

A equagdo (4.9) é proposta para descrever a relag@o entre o tamanho da populagdo e 7C.
NP =round(N PyinTC + N Ppax(1 — TC)) (4.9)

em que N Ppip € N Ppax representam os valores minimo e maximo para o nimero de individuos
da populacio, respectivamente, e o operador round indica o arredondamento para o inteiro mais
proximo. Neste caso, o nimero de individuos da populagdo pode ser atualizado dinamicamente
a partir de informacdes sobre a convergéncia (ou ndo) do processo evolutivo.

No caso dessa estratégia, trés possibilidades devem ser consideradas:

e Se o tamanho da populac@o nao se altera, nenhuma providéncia € tomada;

e Se o tamanho da populagdo na préxima geragcdo diminui com relag@o a geragdo corrente,
os individuos que faro parte da nova populacdo (com tamanho reduzido) sdo selecionados
a partir da ordenagao dos mesmos em relag@o ao valor da fungdo objetivo, formando assim
uma nova populacdo com dimensdo igual ao tamanho que foi determinado;

e Se o tamanho da populacdo na préxima geragdo aumenta em relacio a geragio corrente,
gera-se a diferenca de individuos através do operador empregado para a geragdo de in-
dividuos no algoritmo de ED, e esses sdo entdo acrescentados a populacdo atual para
formar a nova populacao.

Deve ser ressaltado que a estratégia proposta apresenta como principal vantagem o uso de in-
formacdes sobre o andamento do processo evolutivo do estudo de caso em questdo, para a
atualizagdo do nimero de individuos da populacdo. Neste cendrio, se a populagdo ndo tende
a se tornar homogénea, uma populagdo com um nimero maximo de individuos é entdo consi-
derada. Por outro lado, se a populagio caminha para se tornar homogénea, o algoritmo tende a
utilizar uma popula¢do com um nimero menor de individuos.

Para validar a metodologia apresentada nesta se¢do, uma série de fun¢des matematicas com
diferentes graus de complexidade, bem como a obten¢@o de um protocolo otimizado necessério
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para o tratamento de tumores, serdo utilizados como estudos de caso. Assim, a préxima se¢do
apresenta a modelagem matematica referente ao fendmeno de crescimento de tumores, bem
como a formulacdo do PCO multi-objetivo.

5 MODELAGEM MATEMATICA DO CRESCIMENTO DE TUMORES ATRAVES
DE UM PCO MULTI-OBJETIVO

A modelagem matematica de sistemas biol6gicos é uma tarefa que nio € simples devido a com-
plexidade inerente destes sistemas. Apesar da dificuldade, varios modelos podem ser encontrados
na literatura [15]. Dentre estes, a formulagdo matematica proposta por Pillis & Radunskaya [9]
para descrever o tratamento do tumor por quimioterapia, ¢ uma das mais investigadas hoje em
dia. Neste modelo, N, T e I representam o ntimero de células normais, tumorais e do sistema
imunolégico num determinado instante de tempo ¢, respectivamente. N e T seguem uma lei
de crescimento logistico no modelo, onde estas competem por recursos disponiveis enquanto
as células do sistema imunoldgico e as células tumorais competem dentro do esquema presa-
predador e, a varidvel de controle, responsavel pela administragdo de drogas, é representada
por u (concentragdo de drogas). Matematicamente, o modelo adimensional que descreve este
fendmeno € representado pelo sistema de equagdes diferenciais a seguir [9]:

dN
W:er(l—sz)—qTN—aw N(@©) =N, (5.1
dT
E:;»IT(1—blT)—cz1T—C3TN—azu T0) =T, (5.2)
ar_ o, pIT IT —dil 10) =1 (5:3)
dt_s «t T 1 1 aju = lo :

onde os pardmetros a;, i = 1,2, 3, estdo relacionados com as taxas de morte celular, b;, j =
1, 2, representam a capacidade de sobrevivéncia, ¢k, k = 1, 2, 3, 4, sdo as taxas de competicao,
d) representa a taxa de mortalidade, r,, p = 1, 2, sdo as taxas de crescimento associado a cada
espécie de célula, s ¢ a taxa de fonte de entrada de células imunes, « estd relacionado com a
declividade inversa da curva de resposta imune e p € a taxa de resposta imune.

No modelo formado pelas Eqgs. (5.1)-(5.3), a presenca de células tumorais estimula a resposta
imunolégica, representada pelo termo de crescimento ndo-linear positivo pIT/(« + T). Ja o
termo TN aproxima a probabilidade de que ocorra um encontro entre as células tumorais e
normais com uma consequente disputa de recursos disponiveis e o termo /7 descreve a proba-
bilidade de encontros entre a presa (7') e o predador (/).

Neste trabalho, diferentemente do problema proposto por Pillis & Radunskaya [9], considera-se
como objetivos a minimiza¢do do niimero de células tumorais e a minimizagdo da concentragdo
total de drogas administradas ao paciente, definidas respectivamente como:

tf
min f :/ Tdt 5.4)
0
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iy
min f, = / udt (5.5)
0
em que ¢y corresponde ao tempo total de tratamento.

Assim, o perfil otimizado da variavel de controle u deve ser determinado de modo a diminuir o
nimero de células tumorais e diminuir a concentragio total de drogas administradas ao paciente
ao final do tratamento.

O problema proposto é um definido como um Problema de Controle Otimo Multi-objetivo
(PCOM), cuja solucdo é denominada de Curva de Pareto. Esta curva representa um conjunto
de solugdes de compromisso para um problema multi-objetivo, diferentemente do problema com
um unico objetivo onde a solucio 6tima é caracterizada pelo melhor valor obtido. Em contraste
com a otimizagdo de um Unico objetivo, a solugdo de um problema multi-objetivo € mais um
conceito do que uma definicdo [16]. A nogdo de “6timo” foi inicialmente proposta por Francis
Ysidro Edgeworth [17], sendo a mesma aperfei¢coada por Vilfredo Pareto [18]. Esta é baseada na
convicgdo intuitiva de que um ponto x* é tomado como 6timo se “nenhum critério utilizado pode
melhorar a solugdo, sem piorar pelo menos um outro critério”. Todavia, o 6timo de Edgeworth-
Pareto quase sempre ndo nos fornece uma solugdo dnica, mas sim um conjunto de solugdes
denominadas nio inferiores ou solu¢des ndo-dominadas [11]. O Postulado de Edgeworth-Pareto
ou Postulado de Pareto, como é mais conhecido, tem sido base para o desenvolvimento de teore-
mas importantes na teoria de otimiza¢do multi-objetivos [19, 20].

6 RESULTADOS E DISCUSSAO

Com o intuito de se comparar o desempenho da estratégia proposta neste trabalho e denominada
como Evolucdo Diferencial Auto-adaptativa (EDA) (com os pardmetros F, CR e NP sendo
atualizados conforme descrito na Secdo 4), serd utilizado o algoritmo de ED considerando di-
ferentes configuragées: ED, (CR = 0,5¢ F = 0,3), ED, (CR = 0,5¢ F = 0,5), ED,
(CR = 0,8 ¢ F=1,2) e a estratégia ED,,,y em que CR e F s3o atualizados aleatoriamente
(0 <CR <1e0 < F <2). Para cada uma destas estratégias serd considerada uma populagio
com 50 individuos, estratégia 7 (ED/Rand/1/Bin) e, como critério de parada, a homogeneidade da
populacio (mddulo da diferenca entre o valor médio e o pior valor da fun¢do objetivo da geragdo
corrente menor que 1E-10). Caso esse critério de parada nao seja satisfeito o algoritmo evolui até
atingir 1000 geracdes. Cada uma destas estratégias ¢ executada dez vezes considerando o con-
junto de sementes dado por [0 12 ... 9] para a inicializagdo do gerador de nimeros aleatérios. O
tratamento das restricdes de desigualdade foi realizado através do método da penalidade estatica
com parametro de penalizagdo da ordem de 1E+20. Para o EDA, a seguinte faixa para o tamanho
da populacido € considerada: N Pyin < NP < N Ppax, em que N Ppin = 5 € N Ppax = 50. Para
mensurar a redug@o percentual, em termos do nimero de avaliacdes da funcdo objetivo (7¢y47)
obtida com a aplicag@o do algoritmo EDA, sera definido um pardmetro comparativo, a saber, a

taxa de redugdo (T R):
EDA

ED;

TR = 100% — ( ) 100% 6.1)
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em que i representa a estratégia utilizada (i = a, b, c ou rand).

A metodologia apresentada serd empregada inicialmente para a resolucdo de fungdes matemati-
cas com diferentes graus de complexidade e, a seguir, para a resolu¢do do PCO multi-objetivo.

6.1 Aplicacoes Matematicas

Para avaliar a metodologia proposta sdo consideradas as seguintes funcdes matematicas a serem
minimizadas [12, 21].

e Funcdo Fj: Minimo global igual a —18,55, com 0 < x1, x» < 10.

f = x1sin(4xy) + 1, 1xosin(2x7) (6.2)

e Fungdo F,: Minimo global igual a 44, com —100 < x; <100(i =1,...,4).

f=x} —5x1 +x3 —5x2 4+ 2x3 — 21x3 + x7 + Txs + 50 (6.3)
sujeito a:
X3 —x1 4 2x3 4+ x5 +2x] — x4 < 10 (6.4)
2 2 2 2
X{+xi+x —x2+x3+x3+x; —x4 <8 (6.5)
2x%+2x1+x§—xz +x§—X4§5 (6.6)

e Funcdo F3: Minimo global igual a —10,8181,com 0 <x; <10(i =1,2¢3),0<x; <1
(i=4eb5)el<xs<2.

f=06,5x1 —0,5x7 — x2 — 2x3 — 3x4 — 2x5 — X6 6.7)
sujeito a:
X1+ 2x2 4 8x3 + x4 4+ 3x5 + Sx6 < 16 (6.8)
—8x1 —4xp — 2x3 + 2x4 +4x5 — x6 < —1 (6.9)
2x1 +5x2 +0,2x3 — 3x4 — x5 — 4x6 < 24 (6.10)
0,2x1 +2x2 + 0, 1x3 — 4x4 + 2x5 + 2x6 < 12 (6.11)
—0, 1x; — 0, 5x2 + 2x3 + 5x4 — 5x5 + 3x6 < 3 (6.12)

A Tabela 2 apresenta os valores médios obtidos com a aplicag@o das estratégias evolutivas (ED,,
EDy, ED,, ED,4uq € EDA) nas fungdes matematicas consideradas. Nesta tabela é possivel ob-
servar que ambas as estratégias foram capazes de encontrar o 6timo global. Conforme esperado,
a escolha dos parametros do algoritmo de ED influencia o nimero de avaliacdes da fung@o ob-
jetivo (n.y41) necessdrias para a resolugdo dos estudos de caso propostos. Em termos do n,y4;
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observa-se que a estratégia adaptativa proposta reduziu, em média, o nimero de avaliagdes da
funcdo objetivo em cerca de 35,77%, 40,40%, 44,66% e 41,05% em relacdo aos algoritmos ED,,
EDy, ED. € ED, 44, respectivamente. Considerando os parametros CR e F' como sendo atuali-
zados aleatoriamente, a probabilidade de que a populag@o se torne homogénea aumenta. Todavia,
esse procedimento ndo faz com que, necessariamente, se tenha a redug¢ao no n.,, para todas as
estratégias evolutivas.

Tabela 2: Resultados médios obtidos com a aplicacdo das estratégias evolutivas nas fungdes

matematicas.
Fi ED, ED, ED, ED,and EDA
X1 9,038/1E-10* 9,039/1E-11 9,039/1E-11 9,038/2E-11 9,039/2E-11
X7 8,668/2E-11 8,669/1E-11 8,668/2E-10 8,669/1E-10 8,669/1E-10
f -18,555/1E-13 | -18,554/2E-12 | -18,555/4E-14 | -18,555/2E-14 | -18,555/2E-14
Neval 4640/247 5395/227 7895/317 4565/349 997/322
TR (%) 78,51 81,51 87,37 78,15 -
i) ED, ED, ED. ED;and EDA
X1 0,000/1E-8 0,000/1E-9 0,000/2E-8 0,000/2E-8 0,000/1E-9
X7 0,999/2E-8 0,999/1E-8 1,000/2E-9 0,999/6E-9 1,000/2E-9
X3 1,999/1E-9 2,001/2E-9 1,999/2E-8 1,999/3E-9 2,000/2E-9
X4 -1,000/3E-8 -0,999/1E-8 -1,000/1E-9 -0,999/1E-8 -0,999/2E-9
f 6,000/3E-10 6,000/1E-11 6,000/3E-9 5,999/2E-10 5,999/1E-9
Neval 8750/450 9550/1080 10160/850 9250/1060 7590/590
TR (%) 13,25 20,52 25,29 17,94 -
Fs ED, ED, ED, ED,and EDA
X 0,000/1E-9 0,000/2E-8 0,000/1E-9 0,000/5E-8 0,000/3E-8
X 5,696/2E-9 5,697/2E-8 5,697/2E-8 5,698/1E9 5,697/5E-8
X3 0,000/2E-9 0,000/1E-8 0,000/3E-8 0,000/1E-7 0,000/6E-9
X 1,000/2E-9 1,000/1E-9 0,999/1E-9 0,999/5E-8 1,000/5E-8
X5 1,000/6E-8 0,999/4E-7 1,000/4E-7 0,999/1E-7 0,999/5E-7
X6 0,121/2E-8 0,122/1E-8 0,122/2E-7 0,120/2E-7 0,121/6E-8
f -10,818/1E-9 -10,818/1E-8 -10,818/4E-8 -10,818/2E-9 -10,818/1E-8
Neval 35390/12454 36980/12345 37990/9898 40980/10495 29880/10970
TR (%) 15,56 19,19 21,34 27,08 _

*Desvio padrao.

A Figura 3 apresenta a taxa de convergéncia bem como a atualiza¢io do tamanho da populacdo
ao longo do processo evolutivo para a fungio Fj. Neste caso, observa-se que a populagdo ca-
minha para a homogeneidade, o que implica que a taxa de convergéncia tende a unidade e, por
consequéncia, o tamanho da populacdo assume o seu valor minimo. Assim, com aproximada-
mente 15 geragdes, a populagdo é praticamente homogénea, ndo sendo necessario trabalhar com
o seu valor maximo, o que na pratica implica na redu¢@o do n.,, requeridas para a resolucio do
problema, conforme observado na Tabela 2.
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Figura 3: Influéncia da taxa de convergéncia — T'C e N P/50 (semente igual a zero).

Ja a Figura 4 apresenta a atualizacdo dos pardmetros CR e F' ao longo do processo evolutivo
para a fungdo Fj.

—o—F2 —e—CR

0 10 20 30 40 50 60 70 80
Geragoes

Figura 4: Parametros do algoritmo de ED — CR e F/2 (semente igual a zero).

Ao se atualizar dinamicamente estes parametros a populacdo torna-se homogénea mais rapida-
demente do que nas outras estratégias consideradas, conforme o .y, apresentado na Tabela 2.
Neste cendrio, essa atualizag@o faz com que a chance de existir diversidade na populagio aumente
e, como consequéncia, novas regides do espaco de projeto possam ser exploradas em busca da
solucdo global. Este comportamento também € observado com a aplicag@o da estratégia ED,4;,4,
todavia, de forma aleatdria, isto é, sem que nenhuma informag@o sobre o processo evolutivo
seja utilizada. Além disso, observa-se maior esforco computacional conforme o valor de 7,yq;
requeridos em cada estudo de caso.

6.2 Problema de Controle Otimo

Nesta aplicag@o sdo considerados os parametros propostos por Pillis & Radunskaya [9, 10] e
que niao é enfocado nenhum tipo de tumor em particular, apesar de, qualitativamente o modelo
representar o crescimento do tumor. Estes parametros foram escolhidos pelos autores de forma
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a garantir a estabilidade do sistema. Uma descri¢do detalhada sobre a escolha dos parametros
pode ser encontrada em [9, 10, 15].

Para um melhor entendimento da metodologia proposta, os seguintes pontos devem ser destaca-
dos:

e O perfil da varidvel de controle é aproximado por elementos de controle constantes, isto €:
u=u; para t; <t <tjy (6.13)

Como a droga deve ou ndo ser adminstrada ao paciente, isto caracteriza um tipico proble-
ma on-off (se a droga é administrada ao paciente, u ¢ igual a unidade, caso contrario é
igual a zero). Assim, o PCO original pode ser reescrito como um problema de otimizagdo
que consiste na determina¢@o dos instantes de tempo (#;, i = 0, ..., nelem) €m que cada
acdo de controle estard vigente (em que 770, ¢ 0 nimero de elementos de controle). Em
termos praticos, a primeira acdo de controle serd ativada, isto é, u=1 para o intervalo de
tempo (fp = 0 < t < t1). Ja para o segundo intervalo de tempo (] < t < f), 0
controle ndo estard ativo (#=0). Este procedimento ¢ repetido para todos os intervalos de
tempo considerados de modo que se tenhau = [1010 ...]. A partir de algumas execu-
¢oes prévias foi verificado que o valor de n..p, a ser utilizado nesta aplicacdo serd igual a
10. Valores acima ndo implicaram em mudangas significativas no valor da funcio objetivo;

e Para a resolucdo do problema multi-objetivo foi considerado o Método da Soma Ponde-
rada [22]:
F=ofi+(0-w)f (6.14)

em que w (0 < w < 1) é o peso associado a cada um dos objetivos. E importante res-
saltar que, como o modelo € adimensionalizado e os objetivos tem a mesma ordem de
grandeza (conforme simulagdes prévias), os valores de w representam a importancia rela-
tiva de cada um dos objetivos considerados, ndo sendo necessdrio realizar qualquer tipo
de normalizacdo/adimensionaliza¢do. Com a aplicagdo deste método serd obtida a Curva
de Pareto, que representa a um conjunto de solu¢des de compromisso entre os dois objeti-
vos [22, 11];

e A integracdo do sistema de equagdes diferenciais é realizada a partir da aplicacdo do
Meétodo de Runge-Kutta-Fehlberg [23];

e Pardmetros adimensionais do modelo de Pillis & Radunskaya [9]: a; = 0,2; ap = 0, 3;
a3 = 0,1; b = by =1,¢ci =3 =c4 =1,¢0 = 0,5, di =0,2;r1 =1,5;
rn=1s5s=033a=03;p=0,01ety = 150. Condigdes iniciais: N(0) = 0,9e
1(0) = T(0) = 0, 25 (10° células).

Para fins de comparacdo, a Figura 5 apresenta os perfis de células sem a acdo da varidvel de
controle (u = 0). Neste caso, observa-se que, se nenhuma droga é administrada ao paciente, o
nimero de células tumorais aumenta e o nimero de células normais e imunes diminui, o que esta
em concordancia com o esperado biologicamente.
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Figura 5: Perfis de células sem a ag¢@o da varidvel de controle.

A Tabela 3 apresenta os valores médios obtidos (para os dois objetivos) com a aplicacdo das
estratégias evolutivas (ED,, EDy, ED., ED, 4,4 € EDA) para a resolugdo do PCO.

Tabela 3: Resultados médios obtidos com a aplicacdo das estratégias evolutivas no PCO.

w ED, ED}, ED, ED,and EDA
0,10 14,01 | 5,19 14,01 | 5,19 14,01 | 5,19 14,00 | 5,19 14,00 | 5,19
0,20 10,97 5,70 10,97 5,70 10,75 5,75 10,97 5,70 10,97 5,70
0,30 9,10 6,30 9,22 6,25 9,10 6,30 9,00 6,34 9,10 6,30
0,40 7,80 6,99 7,78 7,01 7,76 7,02 7,78 7,01 7,76 7,02
0,50 6,79 7,81 6,79 7,81 6,72 7,88 6,79 7,81 6,77 7,83
0,60 591 8,89 591 8,89 6,03 8,76 591 8,89 591 8,89
0,70 5,22 10,18 | 5,22 10,18 | 5,22 10,18 | 5,22 10,18 | 5,22 10,18
0,80 4,59 12,11 4,59 12,11 4,59 12,11 4,59 12,11 4,59 12,11
0,90 4,02 1548 | 4,02 1546 | 4,01 15,52 | 4,02 1548 | 4,02 15,48

TR (%) 46,65* 48,40 50,82 23,17 -
*Valores médios.

Com os resultados apresentados na Tabela 3 conclui-se que todas as estratégias utilizadas fo-
ram capazes de encontrar um conjunto de solucdes de compromisso que formam a solugdo do
problema multi-objetivo. A estratégia adaptativa proposta reduziu em cerca de 46,65%, 48,40%,
50,82% e 23,17% o nimero de avaliagdes da func@o objetivo em relagdo aos algoritmos ED,,
EDy, ED, e ED, 44, respectivamente. Neste caso, houve uma redugdo significativa no neyq;
requeridas pelo EDA e, por consequéncia, no tempo total de processamento, o que para apli-
cagdes mais complexas ou que exigem um tempo maior para a avaliacdo de cada candidato,
representa um ganho relevante.

A Figura 6 apresenta a solucdo de compromisso obtida pelas estratégias heuristicas considera-
das. Nesta € possivel observar que ambas as estratégias encontraram a mesma forma para essa
curva, que representa o 6timo segundo o critério de dominancia proposto por Pareto. Todavia,
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¢ importante ressaltar que cada solugdo foi obtida com um nimero diferente de avaliagdes da
funcdo objetivo, conforme apresentado na Figura 7.
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Figura 6: Curva de Pareto.
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Figura 7: Numero de avalia¢des da fungdo objetivo.

Com a obtencdo da Curva de Pareto considerando diferentes valores de w, foi escolhido o ponto
o = 0,5 para a simulagdo dos perfis das varidveis de estado (Fig. 8) e de controle (Fig. 9). Este
ponto foi escolhido por representar uma combinagdo onde ambos os objetivos tem a mesma im-
portancia, isto é, representa uma solugio de compromisso entre a minimizagdo do nimero de
células tumorais e a minimizagao da concentracdo maxima de drogas administradas ao paciente.
Na Figura 9 observa-se que em apenas dois intervalos de tempo a varidvel de controle estd ativa,
ou seja, a droga esta sendo administrada ao paciente. Do ponto de vista clinico este resultado é
bem interessante, ja que a minimizagdo da quantidade de drogas que devem ser administradas
implica na minimizac¢do dos provaveis efeitos colaterias que cada paciente esta sujeito durante
o tratamento. E importante ressaltar que, mesmo com essa pequena quantidade de drogas admi-
nistrada (em relag@o a outros pontos da Curva de Pareto), o niimero de células tumorais diminui
ao longo do tratamento, representando um protocolo otimizado para adminstra¢ao de drogas em
pacientes com cancer.
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7 CONCLUSOES

Este trabalho objetivou o desenvolvimento de um algoritmo auto-adaptativo para a atualizag@o
dinamica dos parametros do algoritmo de ED. Tal metodologia € baseada no conceito de diversi-
dade da populag@o e na definicdo de taxa de convergéncia para métodos heuristicos. A partir da
andlise dos resultados obtidos com a aplicagdo em func¢des puramente matematicas e, também,
levando em conta a resolug¢do de um PCO multi-objetivo para fins da minimizag¢ao do nimero de
células tumorais e da minimizagdo da quantidade de drogas que deve ser administrada ao paci-
ente durante o tratamento, conclui-se que a utilizacdo de informagdes sobre o andamento do pro-
cesso evolutivo parece ser de grande importancia para uma atualizacdo adequada dos pardmetros
do algoritmo de ED. Neste caso, com a abordagem proposta foi possivel reduzir o nimero de
avaliagcdes da funcdo objetivo requeridas para a resolucdo de cada estudo de caso quando com-
parado com o algoritmo de ED (considerando diferentes configuragdes para os parametros).

Com relagdo ao PCO multi-objetivo proposto, foi possivel determinar um conjunto de solugdes
de compromisso entre os dois objetivos a partir da aplicagdo do Método da Soma Ponderada em
associac@o com o algoritmo auto-adaptativo proposto. A Curva de Pareto obtida € constituida
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por uma série de pontos, onde cada um representa um protocolo otimizado que relaciona, de
acordo com o peso considerado, os dois objetivos. Neste caso, pode-se, a partir da definicdo de
uma estratégia prépria para escolher um destes pontos, chegar a um protocolo otimizado para a
administracio de drogas para ser implementado na pratica.

Cabe ressaltar que o objetivo deste trabalho nao foi resolver um problema multi-objetivo através
da aplicacdo de técnicas fundamentadas no critério de dominancia de Pareto, mesmo sabendo ja
que estas sa0 as mais apropriadas para a resolucdo deste tipo de problema, mas sim a apresentagao
de uma metodologia para a atualizagdo dindmica dos parametros do algoritmo de ED, com
aplicacdo em um problema multi-objetivo de grande relevancia nos dias atuais. Com relagdo
a aplicacdo do Método da Soma Ponderada, ressalta-se que nenhuma dificuldade no que tange
a normalizacdo/adimensionalizacdo foi observada, ja que o modelo ¢ adimensionalizado e os
objetivos tem a mesma ordem de grandeza.

Finalmente, ressalta-se que os parametros que caracterizam o problema definido na Seg¢do 6
nao representam um tipo especifico de tumor. Para essa finalidade é necessario a defini¢do dos
pardmetros que caracterizam o modelo diferencial que representa esse fendmeno.

Como sequéncia deste trabalho pretende-se avaliar o desempenho da metodologia proposta no
projeto de sistemas robustos, ou seja, de sistemas em que a solucdo, dita robusta, é capaz de
mitigar as incertezas a eles inerentes.
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ABSTRACT. Traditionally, the parameters used in heuristic optimization algorithms are
considered constant during the evolutionary process. Although this characteristic simplifies
the computational codes and despite the good quality of results presented in the literature, the
use of constant parameters does not avoid the occurrence of premature convergence and other
difficulties related to parameters sensitivity. In this context, this study aims at developing a
self-adaptive heuristic algorithm based on rate of convergence and population diversity con-
cepts, which are used by the Differential Evolution algorithm. The methodology proposed is
applied to the minimization of mathematical functions and to the determination of a proto-
col for drug administration in patients with cancer, through the formulation and solution of a
multi-objective optimal control problem. In the present study the minimization of the number
of cancerous cells and the minimization of the concentration of drugs that are administered to
the patient represent the considered objective functions. The Pareto’s Curve provides a set of
optimized protocols, among which an efficient solution for drug administration can be chosen
through a given criterion, aiming at practical applications.

Keywords: self-adaptive algorithm, differential evolution algorithm, tumor treatment, multi-
objective optimal control problem.
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