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RESUMO
Objetivos: avaliar a performance preditiva de diferentes algoritmos de inteligência artificial 
para estimar o tempo de execução do banho no leito em pacientes críticos. Métodos: estudo 
metodológico, que utilizou algoritmos de inteligência artificial para predizer o tempo de banho 
no leito em pacientes críticos. Foram analisados os resultados dos modelos de regressão múltipla, 
redes neurais perceptron multicamadas e função de base radial, árvore de decisão e random 
forest. Resultados: entre os modelos avaliados, o modelo de rede neural com função de base 
radial, contendo 13 neurônios na camada oculta, apresentou melhor performance preditiva 
para estimar o tempo de execução do banho no leito. Na validação dos dados, o quadrado da 
correlação entre os valores preditos e os valores originais foi de 62,3%. Conclusões: o modelo 
de rede neural com função de base radial apresentou melhor performance preditiva para 
estimar o tempo de execução do banho no leito em pacientes críticos.
Descritores: Enfermagem; Banhos; Inteligência Artificial; Redes Neurais de Computação; 
Unidades de Terapia Intensiva.

ABSTRACT
Objectives: to assess the predictive performance of different artificial intelligence algorithms 
to estimate bed bath execution time in critically ill patients. Methods: a methodological study, 
which used artificial intelligence algorithms to predict bed bath time in critically ill patients. 
The results of multiple regression models, multilayer perceptron neural networks and radial 
basis function, decision tree and random forest were analyzed. Results: among the models 
assessed, the neural network model with a radial basis function, containing 13 neurons in the 
hidden layer, presented the best predictive performance to estimate the bed bath execution 
time. In data validation, the squared correlation between the predicted values and the original 
values was 62.3%. Conclusions: the neural network model with radial basis function showed 
better predictive performance to estimate bed bath execution time in critically ill patients.
Descriptors: Nursing; Baths; Artificial Intelligence; Neural Networks, Computer; Intensive 
Care Units.

RESUMEN
Objetivos: evaluar el rendimiento predictivo de diferentes algoritmos de inteligencia artificial 
para estimar el tiempo de ejecución del baño en cama en pacientes críticos. Métodos: estudio 
metodológico, que utilizó algoritmos de inteligencia artificial para predecir el tiempo de baño 
en cama en pacientes críticos. Se analizaron los resultados de modelos de regresión múltiple, 
redes neuronales perceptrón multicapa y función de base radial, árbol de decisión y random 
forest. Resultados: entre los modelos evaluados, el modelo de red neuronal con función de base 
radial, que contiene 13 neuronas en la capa oculta, presentó el mejor desempeño predictivo 
para estimar el tiempo de ejecución del baño en cama. En la validación de datos, la correlación 
al cuadrado entre los valores predichos y los valores originales fue del 62,3%. Conclusiones: 
el modelo de red neuronal con función de base radial mostró mejor rendimiento predictivo 
para estimar el tiempo de ejecución del baño en cama en pacientes críticos.
Descriptores: Enfermería; Baños; Inteligencia Artificial; Redes Neurales de la Computación; 
Unidades de Cuidados Intensivos.
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INTRODUÇÃO

A inteligência artificial (IA) é um ramo da ciência da computa-
ção aliado à ciência cognitiva, em que se desenvolvem sistemas 
computacionais para a realização de tarefas que exigiriam a 
inteligência humana. Para tal, são utilizadas diferentes técnicas 
e modelos, destacando-se o machine learning(1). 

A utilização das ferramentas de IA tem sido potencializada 
pela necessidade de obter melhores resultados para os pacientes 
com custos mais baixos a partir de maior número de dados(2-3). 
Métodos de predição baseados em regressões logísticas ou li-
neares múltiplas têm sido empregados em diferentes pesquisas, 
no entanto os modelos de machine learning oferecem a possibili-
dade adicional de melhorar a previsão com base na detecção de 
padrões de muitas variáveis simultaneamente(4). Acredita-se que, 
com os avanços da evolução técnico científica, a IA transformará 
fundamentalmente a assistência em saúde e em enfermagem.

Para a enfermagem, as ferramentas da IA oferecem uma 
grande promessa para a otimização da assistência, ao passo 
que possibilitam que a tomada de decisões e a realização de 
intervenções de enfermagem sejam guiadas pelo uso aplicável 
de dados, informações e conhecimento, proporcionando maior 
assertividade(5). Resultados promissores têm sido obtidos na 
predição de lesões por pressão(6) e de readmissões precoces em 
Unidade de Terapia Intensiva (UTI)(7).

Além disso, observa-se um importante papel da IA para a 
gestão de materiais e recursos humanos para a assistência aos 
pacientes(4). Essa aplicabilidade pode ser útil para o dimensiona-
mento de pessoal de enfermagem, sobretudo em unidades de 
alta demanda de cuidados, como as UTIs, onde a sobrecarga de 
trabalho é uma queixa frequentemente relatada pela equipe e 
pode causar maior absenteísmo(8).

Considerando as atividades desempenhadas pela equipe 
de enfermagem nas UTIs, evidencia-se que o banho no leito é 
uma das intervenções realizadas rotineiramente que exige dos 
profissionais conhecimento científico e habilidade técnica(9). Não 
está isento de riscos(10), e apresenta expressiva influência na carga 
de trabalho da equipe de enfermagem(8). Estudos evidenciam 
que o banho no leito pode ser influenciado por características 
individuais, sobretudo em relação à utilização de dispositivos 
invasivos, bem como aspectos ligados à infraestrutura e aos 
recursos humanos e materiais(8,10-11).

Nesse contexto, tendo em vista que múltiplos banhos podem 
ser executados por um mesmo profissional durante a sua jornada 
de trabalho e que o tempo de execução pode variar de acordo 
com as características dos pacientes, evidencia-se a relevância 
de estudos que avaliem a temática, sobretudo direcionado à 
construção de modelos de predição do tempo de execução do 
banho. Acredita-se que um modelo acurado poderá ser utilizado 
para a construção de uma ferramenta gerencial útil para instru-
mentalizar os profissionais de enfermagem no planejamento e 
execução da assistência, de forma a tornar a divisão do trabalho 
mais equânime, minimizando os riscos para quem executa e quem 
recebe. O processo de trabalho nas UTIs poderá ser facilitado 
a partir da possibilidade de prever antecipadamente quanto 
tempo será requerido por cada paciente durante o seu banho, 
considerando a influência de sua condição clínica. Ressalta-se que, 

até o momento, não existem estudos utilizando algoritmos de IA 
para predizer o tempo de banho no leito em cuidados críticos, 
justificando, assim, o caráter inovador deste estudo.

OBJETIVOS

Avaliar a performance preditiva de diferentes algoritmos de 
IA para estimar o tempo de execução do banho no leito em 
pacientes críticos. 

MÉTODOS

Aspectos éticos

O estudo foi conduzido de acordo com as diretrizes de ética 
nacionais e internacionais referente à pesquisa com seres hu-
manos, sendo aprovado pelo Comitê de Ética em Pesquisa da 
instituição proponente. 

O Termo de Consentimento Livre e Esclarecido foi obtido de 
todos os familiares dos pacientes críticos envolvidos no estudo 
por meio da assinatura no momento da admissão da UTI.  

Desenho, período e local de estudo

Trata-se de estudo metodológico que utilizou algoritmos de IA 
para predizer o tempo de execução do banho no leito em pacientes 
críticos. A predição do tempo de banho foi realizada a partir das 
variáveis clínicas coletadas em ensaio clínico randomizado(12). 

Os dados foram analisados pelos algoritmos de IA no período 
de junho a outubro de 2022. O referido estudo clínico que deu 
origem ao conjunto de dados foi realizado em uma UTI, que 
dispõe de seis leitos direcionados ao atendimento de pacientes 
críticos decorrentes de condições clínicas e cirúrgicas. A equipe 
assistencial é composta por enfermeiros, médicos, técnicos de 
enfermagem, fisioterapeutas e nutricionistas.

Amostra; critérios de inclusão e exclusão

Neste estudo, foram utilizadas as informações de todos os 50 
pacientes críticos adultos que estiveram internados na UTI e rece-
beram a intervenção de banho no leito durante o estudo clínico. 

Protocolo do estudo

No estudo clínico, os pacientes foram admitidos na UTI e recebe-
ram o banho no leito pelo método tradicional, utilizando-se bacia 
com água e sabão. O banho foi realizado por dois enfermeiros de 
forma ininterrupta, no sentido céfalo-podal, não sendo realizada 
a higiene bucal. Durante a realização do banho, um terceiro pes-
quisador avaliou as variáveis sociodemográficas e clínicas dos 
pacientes, e registrou o tempo de execução do procedimento.

O conjunto de dados utilizado para a análise e construção 
dos modelos preditivos incluiu o tempo de execução do ba-
nho no leito (em minutos),  considerado como desfecho, além 
das variáveis preditoras: idade (em anos); sexo (masculino/
feminino); comorbidades (sim/não); uso de drogas vasoativas 
(sim/não); sedativos (sim/não); oxigenoterapia (sim/não); tubo 
orotraqueal/traqueostomia (sim/não); cateter venoso central 
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(sim/não); cateter venoso periférico (não/sim); cateter vesical 
de demora (sim/não); cateter nasoentérico/nasogástrico (sim/
não); dispositivos de monitorização hemodinâmica (sim/não); 
drenos (sim/não); e ostomias (sim/não). Os dados relacionados 
ao tempo de execução do banho no leito e às características 
dos pacientes foram coletados por outro pesquisador que não 
participou da intervenção.

Análise dos resultados e estatística

Os dados foram analisados no software Rbio®, versão 170(13). 
Realizou-se a análise descritiva dos dados, apresentando as fre-
quências absoluta e relativa das variáveis categóricas e média e 
desvio padrão das variáveis contínuas. Para a predição do tempo 
de execução do banho no leito, foram avaliados os resultados 
obtidos pela regressão múltipla, redes neurais perceptron multica-
madas e função de base radial, árvore de decisão e random forest. 

Inicialmente, os dados foram divididos em 70% (n = 35), para 
treinamento dos algoritmos, e 30% (n = 15), para validação da 
performance preditiva dos modelos ajustados (teste), sendo re-
petido 10 vezes. O quadrado da correlação dos dados preditos 
e dos dados originais de validação foi sumarizado pelo valor 
do coeficiente de determinação R2. Com exceção da regressão 
múltipla, para a avaliação dos demais modelos, também foram 
utilizados os valores de Raiz do Erro Quadrático Médio (RMSE) e 
Erro Médio Absoluto (MAE).

A RMSE calcula a magnitude da média do erro pela raiz qua-
drada da média dos quadrados dos erros. Desse modo, atribui 
um peso maior aos erros de maior magnitude e peso menor 
aos erros de menor magnitude. É obtido na mesma unidade da 
variável em análise(14). 

O MAE calcula a média das diferenças absolutas entre o valor 
previsto e o valor real. O MAE não leva em consideração se o 
erro é para mais ou para menos, e às diferenças absolutas não 
é atribuído peso(14).

Na regressão múltipla, a função que relaciona os preditores 
à resposta de interesse está restrita a formas lineares. Nas redes 
neurais, aplicam-se transformações não lineares às combinações 
lineares dos preditores, dando origem às unidades latentes(15). As 
redes têm a capacidade de armazenar conhecimento baseado nos 
dados utilizados para treinamento e, posteriormente, reproduzi-los 
conforme o objetivo da análise(16). Neste estudo, foram utilizadas 
redes neurais do tipo perceptron multicamadas com dois tipos 
de algoritmos de treinamento, tais como resilient backpropagtion 
com retrocesso de pesos (perceptron 1) e sem retrocesso de pesos 
(perceptron 2). Em ambos os modelos, foi utilizada a função de 
ativação logística, e foram testadas as possíveis combinações de 
até duas camadas ocultas com até 20 neurônios cada. A rede neu-
ral com função de base radial compreende apenas uma camada 
oculta, com função de ativação radialmente simétrica (gaussiana). 
Nesse modelo, foi testada a camada oculta com até 20 neurônios. 
A árvore de decisão objetiva combina predições de um conjunto 
de classificadores com taxa de erro ligeiramente inferior à de 
uma classificação aleatória, gerando uma árvore de decisão com 
poucas divisões. Neste estudo, a árvore utilizada continha até seis 
nós. O último método avaliado foi o random forest, em que foram 
amostradas 500 árvores para obtenção dos resultados.

RESULTADOS

A média de idade dos pacientes que receberam o banho no 
leito e serviram de base para a construção dos algoritmos de IA 
foi de 68,6 anos (±19,0 anos). Houve predomínio de pacientes 
do sexo masculino 28 (56,0%) e portadores de comorbidades 42 
(84,0%), conforme disposto na Tabela 1.

Tabela 1 - Características dos pacientes críticos que receberam o banho no 
leito e serviram de base para a construção dos algoritmos de inteligência 
artificial (N=50)

Variáveis Parâmetros 

Idade m (±dp) 68,6 (±19,0)

Sexo n (%)
Masculino 28 (56,0)
Feminino 22 (44,0)

Comorbidades n (%)
Não 8 (16,0)
Sim 42 (84,0)

Medicamentos n (%)
Sedativos 10 (20,0)
Vasoativos 11 (22,0)

Dispositivos n (%)
Bomba de infusão contínua 47 (94,0)
Cateter Nasoentérico 19 (38,0)
Cateter Venoso Central 8 (16,0)
Cateter Venoso Periférico 45 (90,0)
Cateter Vesical de Demora 27 (54,0)
Drenos 6 (12,0)
Monitorização hemodinâmica invasiva 4 (8,0)
Oxigenoterapia 28 (56,0)
Ostomias 2 (4,0)
Tubo endotraqueal 12 (24,0)

Tabela 2 - Resultado das análises dos algoritmos de inteligência artificial 
para predição do tempo de execução do banho no leito

Método R2 (%) RMSE MAE

Regressão múltipla 23,5 - -
Rede neural perceptron 1 55,3 0,5 1,4
Rede neural perceptron 2 44,5 0,9 2,5
Rede neural com função de base radial 62,3 0,7 1,9
Árvore de decisão 7,4 4,7 4,1
Random forest 20,3 4,0 3,7

R2 - Quadrado da correlação dos dados preditos com os dados originais; RMSE- Raiz do Erro 
Quadrático Médio; MAE - Erro Médio Absoluto.

Durante o estudo clinico, o tempo médio de execução do 
banho no leito foi de 26,45 minutos (I.C. 95% 25,07 – 27,82). 
A partir da análise das métricas dos algoritmos de IA, eviden-
ciou-se que o modelo de rede neural com função de base radial 
contendo 13 neurônios na camada oculta apresentou maior 
correlação entre os valores preditos e os valores originais (R2= 
62,3%; RMSE = 0,7 e MAE =1,9). Ressalta-se que a rede neural 
percepetron 1 também pode ser considerada uma opção para 
a predição do tempo de banho, tendo em vista que apresen-
tou menor RMSE (0,5) e menor MAE (1,4), demonstrando que 
as previsões traçadas por esse algoritmo estão próximas dos 
valores reais (Tabela 2). 
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DISCUSSÃO

O bom desempenho da performance preditiva das análises 
de IA encontradas neste estudo, especialmente da rede neural 
com função de base radial, pode ser considerado promissor para 
o avanço técnico-científico na enfermagem. A utilização desses 
algoritmos permite analisar os dados de forma mais robusta e 
eficiente do que os métodos estatísticos tradicionais baseados em 
modelos de regressão, o que possibilita maior assertividade(17). Os 
algoritmos de IA oferecem a possibilidade adicional de melhorar 
a previsão dos desfechos com base na detecção de padrões de 
muitas variáveis simultaneamente(4). 

Na área da saúde, sua utilização pode ser realizada com vistas 
a melhoria do tratamento e resultados, promoção da eficiência 
e eficácia dos processos assistenciais, bem como avaliação do 
padrão de comportamento do paciente(2). Na epidemiologia, 
modelos de redes neurais têm sido utilizados para classificar 
os municípios com base na vulnerabilidade social com elevada 
precisão, destacando os que possuem extrema vulnerabilidade 
daqueles que detêm os melhores indicadores sociais(18). Durante 
a pandemia de COVID-19, pesquisadores utilizaram os algoritmos 
de IA para a definição de grupos populacionais prioritários para 
vacinação a partir do maior risco de morte intra-hospitalar(19). 
Especificamente na enfermagem, poucos são os estudos sobre 
a temática, destacando-se a aplicabilidade da IA para avaliação 
de emoções dos estudantes durante a simulação clínica, a partir 
das expressões faciais(20), e para a detecção de casos de sepse(21). 

Este estudo buscou integrar os conhecimentos oriundos da 
IA com o conhecimento da enfermagem fundamental, aprofun-
dando-se na análise de predição do tempo de execução de uma 
importante intervenção rotineira da enfermagem direcionada 
à promoção de higiene e ao conforto dos pacientes críticos(22), 
cuja realização impacta tanto os pacientes quanto os profissio-
nais. Para os pacientes, durante o banho no leito, há riscos de 
infecção, deslocamento de dispositivos, quedas do leito(23), além 
de alterações oxi-hemodinâmicas(10,12). Para os profissionais de 
enfermagem, menos tempo empregado no banho representa 
menor sobrecarga de trabalho e menos desgaste físico(8,24). 

Compete aos enfermeiros a tomada de decisão sobre quando 
e como ministrar o banho no leito, além da definição de quais 
estratégias e recursos foram utilizados, tendo por referência a 
utilização de protocolos validados(25). De acordo com a Lei do 
Exercício Profissional 7.498/86, os cuidados de enfermagem 
direcionado aos pacientes críticos são considerados como 
atividade privativa dos enfermeiros(26). Todavia, observa-se 
que, em grande parte das UTIs brasileiras, o banho no leito é 
executado pelo técnico de enfermagem, sem qualquer parti-
cipação do profissional de nível superior(8). Assim, com base 
nos resultados deste trabalho e, transcendendo a teoria, é 
possível analisarmos criticamente o cenário idealizado pela 
legislação e o cenário real vivenciado. Faz-se necessária uma 
reflexão sobre o impacto da utilização da predição do tempo 
de banho no leito dos pacientes para o processo de trabalho 
da enfermagem, ao passo que, a partir da predição, torna-se 
possível diferenciar aqueles que requerem maior tempo de 
assistência daqueles que demandam menos tempo da equipe 
de enfermagem. A partir desta reflexão, é possível pensar na 

diversidade de condições apresentadas pelos pacientes críti-
cos e se, por ventura, os pacientes com menor complexidade 
podem ter o seu banho delegado de forma regulamentar aos 
profissionais de nível técnico, mantendo-se a necessidade da 
supervisão direta de um enfermeiro, o que, muitas vezes, já 
ocorre na prática.

Ademais, na prática clínica, recomenda-se que o banho no 
leito seja realizado por mais de um profissional, a fim de pro-
mover uma assistência mais segura, com menor esforço e maior 
agilidade(8). No entanto, evidencia-se a carência de profissionais, 
o que reforça a importância de uma ferramenta que subsidie o 
enfermeiro no gerenciamento de recursos humanos, a partir 
da previsão do tempo que cada profissional deverá destinar à 
realização dos banhos de cada paciente, levando-se em consi-
deração as características individuais. Contudo, ressalta-se que, 
ainda que os modelos apresentem boa performance preditiva, 
eles podem gerar predições imprecisas. Assim, para maior eficácia, 
sua utilização não deve ser de conduzida de forma isolada, mas 
associada ao julgamento clínico realizado pelos profissionais, 
que poderá se traduzir em melhores cuidados(27).

Limitações do estudo

Os resultados desta investigação devem ser interpretados 
com cautela, pois os dados que deram origem ao modelo foram 
provenientes de uma única UTI, cujos banhos foram sempre rea-
lizados por duas pessoas. Contudo, apesar de ser uma amostra 
pequena, não apresenta viés de seleção e é representativa da 
população de pacientes críticos. 

Contribuições para a área da enfermagem, saúde, ou 
políticas públicas

Acredita-se que o modelo construído pela análise de IA com 
boa capacidade preditiva poderá originar uma ferramenta útil 
para instrumentalizar os profissionais no planejamento e na exe-
cução da assistência de enfermagem durante o banho no leito. A 
partir da predição do tempo de execução do banho, o enfermeiro 
poderá distribuir o cuidado de maneira mais equânime entre os 
membros da equipe, minimizando a sobrecarga de trabalho e os 
riscos inerentes a essa intervenção. Espera-se que a possibilidade 
de predizer o tempo de banho no leito dos pacientes antes de sua 
execução possa auxiliar no processo de trabalho da equipe de 
enfermagem em UTIs, de forma a contribuir para a economia de 
tempo e melhoria assistencial, direcionando de forma equitativa 
os pacientes de acordo com a sua demanda assistencial. 

CONCLUSÕES

Conclui-se que, entre os métodos analíticos utilizados, o 
modelo de rede neural com função de base radial apresentou 
melhor performance preditiva para estimar o tempo de execução 
do banho no leito em pacientes críticos, seguido do modelo de 
rede neural percepetron 1. Assim, evidencia-se que a IA pode ser 
útil para a construção de uma ferramenta que possa orientar a 
prática da enfermagem relacionada ao banho no leito, auxiliando 
a tomada de decisão dos profissionais durante o planejamento e 
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execução dessa intervenção, com vistas a melhorar o dimensio-
namento de recursos humanos e otimizar o processo de trabalho.
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