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Neurdnios respondem a estimulos externos emitindo sequéncias de potenciais de agdo (trens de disparos).
Desse modo, pode-se dizer que o trem de disparos é a resposta neuronal a um estimulo de entrada. Potenciais
de agdo sdo fendémenos do tipo “tudo ou nada”, isto é, um trem de disparos pode ser representado por uma
sequéncia de zeros e uns. No contexto da teoria da informacdo, pode-se entdo questionar: quanta informagao
acerca do estimulo externo o trem de disparos carrega? Ou ainda, quais aspectos do estimulo sdo codificados
pela resposta neuronal? Neste artigo, faz-se uma introducéo a teoria da informagdo em que sdo apresentados
aspectos historicos, conceitos fundamentais da teoria e aplicagbes & neurociéncia. A conexdo com a neurociéncia
¢é feita com o uso de demonstragoes e discussoes de diferentes métodos da teoria da informagao. Exemplos sdo
fornecidos com o uso de simulagbes computacionais de dois modelos de neurdnios, o neurénio Poisson e o neurénio
integra-e-dispara, e um modelo de rede de autématos celulares. No ultimo caso, demonstra-se como se pode
utilizar medidas da teoria da informacdo para reconstruir a matriz de conectividade de uma rede. Todos os c6digos
utilizados para estas simulagoes foram disponibilizados publicamente na plataforma GitHub, acessiveis pelo url:
[github.com/ViniciusLima94 /ticodigoneurall
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Neurons respond to external stimuli by emitting sequences of action potentials (spike trains). In this way, one
can say that the spike train is the neuronal response to an input stimulus. Action potentials are “all-or-none”
phenomena, which means that a spike train can be represented by a sequence of zeros and ones. In the context
of information theory, one can then ask: how much information about a given stimulus the spike train conveys?
Or rather, what aspects of the stimulus are encoded by the neuronal response? In this article, an introduction
to information theory is presented which consists of historical aspects, fundamental concepts of the theory,
and applications to neuroscience. The connection to neuroscience is made with the use of demonstrations and
discussions of different methods of the theory of information. Examples are given through computer simulations of

two neuron models, the Poisson neuron and the integrate-and-fire neuron, and a cellular automata network model.

In the latter case, it is shown how one can use information theory measures to retrieve the connectivity matrix
of a network. All codes used in the simulations were made publicly available at the GitHub platform and are
accessible trough the url: [github.com/ViniciusLima94 /ticodigoneurall
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1. Introducao

O sistema nervoso tem como unidade basica o neurénio.
Neuronios sao células eletricamente excitaveis considera-
dos os principais elementos envolvidos na transmissao de
informacao pelo cérebro, seja por meio de sinais elétricos
ou quimicos. Existe uma diferenca de potencial elétrico
v entre os meios intra- e extracelular de um neuronio,
através da membrana plasmaética, chamado de potencial
de membrana. O potencial de membrana pode ser alte-
rado pela chegada de estimulos externos ao neurdnio. Na
auséncia de estimulos, o potencial de membrana flutua
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em torno de um valor constante negativo chamado po-
tencial de repouso (vgr). Estimulos que levam o potencial
de membrana a valores mais positivos sdo chamados de
despolarizantes ou excitatorios; por outro lado, estimulos
que levam o potencial de membrana a valores mais nega-
tivos sao chamados de hiperpolarizantes ou inibitérios.
Quando um estimulo despolarizante é capaz de elevar o
potencial de membrana acima de uma potencial limiar
(vr), ocorre um potencial de acdo ou disparo. A exis-
téncia de um limiar para a ocorréncia de um potencial
de acado permite a interpretacdo deste fenémeno como
sendo de tipo tudo ou nada E Se o estimulo despolari-

1O primeiro a notar isso foi o neurofisiologista inglés Lord Adrian [1].
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zante for mantido por um longo tempo, o neurénio emite
uma sequéncia de potenciais de acao ou trem de disparos
(Fig. [1).

Acredita-se que a capacidade de processamento do cé-
rebro é decorrente da interacao entre os trens de disparos
dos seus bilhdes de neurdnios, que pode ser entendida
como uma espécie de codificagio neural [2]. Neste artigo,
o termo “codificacdo neural” serd usado neste sentid
Os estimulos sensoriais sao inicialmente codificados em
trens de disparos por neurdnios sensoriais localizados em
estruturas periféricas do sistema nervoso, por exemplo,
células da retina ou sensiveis ao tato na pele. Esses dis-
paros propagam-se em dire¢ao ao cérebro pelos axonios
dos neurénios, fazendo sinapses com outros neur6nios e
gerando cascatas de trens de disparos que se propagam
estimulando mais neurdnios, cobrindo vastas regioes ce-
rebrais. A complexa interacdo entre essa multiplicidade
de neuronios codifica as diferentes caracteristicas dos es-
timulos (contorno, cor, intensidade, temperatura, cheiro,
etc). Conjectura-se que a capacidade de processamento
das diferentes caracteristicas contidas nos sinais senso-
riais provém em parte da capacidade de processamento
individual dos neurénios [4,/5].

Considerando um neurénio isolado, o cédigo neuronal
pode ser entendido como a representacao da informagcao
de um estimulo aplicado ao neurénio na forma de um trem
de disparos [6H10]. H& véarias hip6teses que concordam
entre si que o potencial de agdo é o principal meio de
transmissdo de informagédo pelo cérebro [11]. Entretanto,
ainda discute-se a respeito de qual a melhor maneira
de interpretar e extrair a informagao contida em séries
temporais de disparos de um neurénio.
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Figura 1: Registro eletrofisiolégico in vitro de uma célula pi-
ramidal do hipocampo do rato estimulada por uma injecdo de
corrente constante (I = 260 pA) aplicada ao corpo celular
(soma), mostrando parte do trem de disparos gerado pela célula.
Acima do registro hd uma sequéncia de zeros e uns ilustrando a
representacao binaria da série temporal dos disparos da célula.

2Alguns autores criticam a concepc¢io de cédigo neural. Ver, por
exemplo, [3].
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Independentemente da abordagem, o primeiro passo
no estudo do cédigo neural é detectar os sinais elétricos
correspondentes aos trens de disparos e converté-los em
sinais mais simples e de facil manipulagdo. Aproveitando
a natureza “tudo ou nada” dos potenciais de agdo, uma
forma de simplificar o sinal é discretizar a série temporal
e atribuir valores bindrios para os eventos. Assim, uma
série de disparos pode ser “traduzida” por uma sequéncia
bindria (figura ) Matematicamente, uma sequéncia
desse tipo pode ser escrita como na Eq.

mi(t) =D ot —t]), (1)

(/]

onde 4(t) é a funcio delta de Dirac e t/ sio os tempos
em que ocorrem os disparos.

Em geral, pode-se classificar a codificacdo de infor-
magcao feita pelo trem de disparos de um neurénio de
duas maneiras diferentes [12]: (i) por frequéncia de dis-
paros [13] e (ii) por padrdo temporal de disparos [14].
Exemplos desses dois tipos de codificacao sao dados no
Apéndice A.

O objetivo deste artigo é mostrar como as ferramen-
tas da teoria da informacao podem ser utilizadas para
quantificar a informacéao contida nos trens de disparos
neuronais. Isso serd feito por meio de simulacées compu-
tacionais de modelos de neuronios e da analise de seus
trens de disparos por medidas da teoria da informacao.

Este artigo estd organizado da seguinte forma: na proé-
xima sec¢ao, dois modelos computacionais de neurénios
e um de rede de neur6nios sao usados com o objetivo
de ilustrar a aplicacdo de métodos da teoria da informa-
¢80 em sinais artificialmente gerados. Adicionalmente,
a secao [3| introduz todos os conceitos basicos para en-
tendimento das principais medidas e, na secao |4}, esses
conceitos sao trabalhados e ilustrados com uso de simu-
lagbes computacionais. Discussoes sobre problemas que
podem ser encontrados ao implementar essas medidas
também sao encontradas nessa se¢ao. Por fim, conclusoes
sdo apresentadas na secao @

2. Modelos de neurdnio

De forma a aplicar os conceitos de teoria da informa-
¢do que serdo introduzidos neste artigo, optou-se por
gerar sinais de neurdnios a partir de modelos computaci-
onais. No presente artigo foram utilizados trés modelos:
O neuronio Poisson, o neurdnio integra-e-dispara esto-
castico e o neurdnio bindrio estocéstico; este ultimo foi
utilizado para a construgao de uma rede neural simples.
A escolha desses modelos se deve ao fato de que todos
possuem trens de disparo estocasticos. Além disso, sua
implementacao computacional é simples.

2.1. Neuronio Poisson

O primeiro modelo considerado toma o sinal de entrada
s(t) recebido pelo neurénio como a taxa de disparos de-

DOI: http://dx.doi.org/10.1590/1806-9126-RBEF-2018-0197



Cordeiro e cols.

pendente do tempo r(t) de um processo de Poisson [19].
Para tal modelo, assumindo que 7(t) ndo varia significa-
tivamente dentro de um intervalo de tempo curto At, a
probabilidade de que k disparos sejam gerados nesse in-
tervalo de tempo é e~ "2 [r(1)AL]* /K. Se r(t)At < 1,
a expansao em série de Taylor de r(t) até primeira or-
dem resulta na equagao , que ¢é a taxa de disparos do
neuronio,

r(t) = ro[l + es(t)], (2)

onde rg é a frequéncia média de disparos e € é um pa-
rAmetro adimensional que controla a forga do sinal s(t).
Este, por sua vez, é tomado como uma entrada gaussiana
de média zero e varidncia unitaria.

O algoritmo para gerar o trem de disparos pode ser
implementado da seguinte forma:

1. Para cada passo de tempo At na simulacéo, calcula-
se a taxa de disparos instantanea r(t);

2. Determina-se a probabilidade de emitir um disparo
(paisp) nesse passo de tempo, dada por pais, =
r(t)At;

3. Gera-se um nimero aleatério (0 < n < 1) utilizando
um gerador uniforme (note que 7 faz o papel do
ruido nesse modelo). Caso 1 < paisp ¢ dito que o
neurénio emitiu um disparo e nesse passo de tempo
é atribuido o valor 1/At ao vetor correspondente
ao trem de disparos; caso contrario é atribuido o
valor 0.

Os parametros utilizados na implementagdao sdo os
mesmos reportados em [19], sendo ro = 100 Hz, ¢ = 0,2
e At =1 ms.

2.2. Neurédnio integra-e-dispara estocéastico

O modelo integra-e-dispara com vazamento (LIF, do in-
glés “leaky integrate-and-fire”) é um modelo simples, mas
amplamente utilizado em neurociéncia computacional [2].
A versao do modelo implementada neste trabalho é a
mesma descrita em [19)], a qual possui entrada e ruido
gaussianos, sendo por isso chamada de modelo LIF esto-
castico. A dindmica desse modelo é descrita pela equagao

(3)-

Tm® = —v + p+ V2Dc&(t) + /2D(1 — ¢)&n(t), (3)

onde 7, € a constante de tempo da membrana; p deter-
mina o potencial de repouso; &(t) e &,(t) sdo processos
gaussianos independentes, ambos com média zero e des-
vio padrao unitirio, onde o primeiro é o estimulo de
entrada e o segundo o ruido; D é a intensidade do ruido;
e ¢ ¢ um parametro entre 0 < ¢ < 1 que representa a
forga relativa do sinal |19].

A dindmica do modelo é complementada por uma regra
de “disparo-e-reset” dada pela equacao (4)),
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disparo em t

o(t) > vp = { (4)

V(t 4 Tabs) = VR.

Nesta regra, quando a voltagem atinge o valor v (poten-
cial limiar), ela é resetada para vy (voltagem de reset)
e mantida nele por um periodo 7.5 (periodo refratdrio
absoluto).

Nessa versao do modelo o potencial de membrana é
normalizado, sendo v € [0,1] mV, de modo que define-
se vg = 0 e v = 1. O valor inicial do potencial de
membrana é dado por um ntmero aleatério uniforme
também contido no intervalo [0, 1].

A equacao é resolvida numericamente neste artigo
com uso do método de Euler-Maruyama [20] e reescrita
na forma de um processo iterativo dado pela equagao

(©)-

ot + At) = v(t) + <_U+“> At

Tm

§ Y2PBLE gy VEPUZ OB )

onde At é o passo de integracao.
O trem de disparos pode ser gerado da seguinte forma:

1. Em cada passo de tempo da simulacao, calcula-se
v(t + At), utilizando a equagao ());

2. Caso a condicao de disparo-e-reset dada pela equa-
cao seja cumprida:

a) Atribui-se 1/At ao vetor correspondente ao
trem de disparos;

b) Entrar no periodo refratédrio, entdo voltar ao
passo 1.

3. Senao, atribui-se 0 ao vetor correspondente ao trem
de disparos. Entao, voltar ao passo 1.

Para esse modelo foram simulados dois casos com di-
ferentes parametros: 7, = 10 ms, 4 = 0,75, D = 0,6
ms, ¢ = 0,34 e 745 = 0 ms (sinal fraco) e 7, = 10 ms,
w=0,75,D =3,3ms, c=0,98 e T4s = 0 ms (sinal
forte). Para ambos os casos At = 0,1 ms.

2.3. Rede de neurdnios binarios estocasticos

Neurdnios bindrios representam uma simplificacdo da
resposta de um neurdnio, podendo assumir apenas dois
estados a cada passo de tempo At: o estado de repouso
So = 0 e o estado ativo (ou disparo) S; = 1. Desta forma,
o trem de disparos S(t) desse modelo de neurdnio é dado
por uma série temporal de zeros e uns.

A rede de neurdnios binarios considerada neste traba-
lho consiste de N neurénios interconectados sendo Ny
excitatorios e Nj, inibitérios. As conexoes excitatérias
sdo feitas com probabilidade P., e as inibitérias com
probabilidade P;. Essas conexoes sao representadas na
forma de uma matriz de adjacéncia (M?>Y), de dimensio
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NxN. Caso haja uma conexao entre os neurdnios i e j,
diz-se que Mf?l = @, sendo Mf;h =0.

O valor G define o peso (ou forga) da conexao sinéptica,
sendo que para sinapses excitatérias G assume valores
positivos e para sinapses inibitérias G assume valores
negativos.

No caso considerado aqui, os disparos dos neurénios se
comportam de maneira estocastica. A probabilidade de
haver um disparo Py de um dado neurdnio ¢ no tempo
t + At é determinada pelo estado dos neurénios j =
1,2, ..., N com j # i no tempo t, de acordo com a equagao

N
Po=1+ Y MS;(t), (6)
J=1,j#i
onde I é um estimulo constante igual para todos os
neurénios. Note que conexoes excitatérias aumentam Py
enquanto que conexoes inibitérias diminuem.

Para manter a simplicidade, serd usada uma rede cujas
conexoes sao exclusivamente excitatérias (ou seja, nao
hé sinapses inibitérias), com N = 100, P, = 0,01,
G, =0,3el=0,01. A simulacao foi feita com duracao
Tsim = 10% passos de tamanho At = 1.

3. Conceitos basicos de teoria da
informacao

A teoria da informacao foi desenvolvida por Claude Shan-
non em 1948 em um artigo cujo titulo se referia a ela
como teoria da comunicag¢ao |21]El Vérios excelentes livros
oferecem tratamento detalhado da teoria da informacao,
cobrindo seu desenvolvimento histérico e aplicagdes em
campos distintos [2225].

O objetivo desta se¢do é apresentar duas grandezas
fundamentais da teoria, entropia e informacdo miutua
discreta, para em seguida apresentar métodos de calcula-
las para trens de disparos.

3.1. Entropia
Seja a varidvel aleatéria:

X ={axlk=1,2,...,m}. (7)

A ocorréncia de um evento x; em uma sequéncia de
eventos ocorre com probabilidade:

Pk = P(X = $k), (8)
obedecendo:
0<p<l e > pp=1. (9)
k=1

3Uma versio integral desse artigo estd disponivel na url
http://math.harvard.edu/$\sim$ctm/home/text/others/
shannon/entropy/entropy.pdf
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A quantidade de informacéo I associada ao evento k
foi definida por Shannon como,

Iy = log (plk) . (10)

Observe que esta definicado corresponde a noc¢ao intui-
tiva de informagao. Para exemplificar, considere que o
evento xj possui probabilidade pr = 1 de ocorréncia, o
que faz com que todos os outros eventos x; com i # k
tenham probabilidade p; = 0 de ocorréncia. Neste caso, a
ocorréncia do evento xj na sequéncia nao causa nenhuma
surpresa, logo a informacao obtida com sua observacao é
nula (log(1/1) = 0).

Imagine agora o caso em que os eventos ocorrem com
probabilidades distintas entre si. Cada evento observado
darda uma quantidade de informacao diferente. Em par-
ticular, eventos com menores probabilidades causarao
maiores surpresas, resultando em maiores ganhos de in-
formacao. Antes da ocorréncia do proximo evento na
sequéncia, hd uma incerteza a respeito de qual dos m pos-
siveis eventos podera aparecer. Quando o evento ocorre,
digamos zj, ganha-se uma quantidade de informacao
I, = log(1/pg) e, por consequéncia, hd uma redugéo na
incerteza que é igual a essa quantidade de informagao.
Fica claro que a definicdo de Shannon associa informacao
ao grau de surpresa de um evento e faz corresponder
o ganho de informagao obtido pela observagao de um
evento a uma reducdo na incerteza [23] (veja a figura
BA).

Pode-se calcular o logaritmo na equagao em qual-
quer base, desde que a mesma seja usada para todos os
célculos. A base usada determina a unidade em que se
mede a quantidade de informacao. Aqui serd usada a
base 2, para a qual a unidade de Iy, é o bit.

A quantidade média de informacao associada a uma
dada sequéncia de eventos é definida como a entropia
H(X) da sequéncia:

m
H(X) == pilog(ps) = E[I]. (11)
k=1

Para ilustrar o significado de H(X), considere o caso
simples em que X possui apenas dois valores possiveis
xp = {x1,22} com probabilidades pr, = {p,1 — p}, res-
pectivamente. Para diferentes valores de p no intervalo
[0,1], é possivel ver que a entropia possui um maximo
para o caso em que p =1 —p = 0,5 (veja figura ) Tal
fato mostra que entropia é uma medida de incerteza, pois
o caso em que p = 0,5 corresponde a uma distribuicao
uniforme (todos os eventos tém a mesma probabilidade)
e este é 0 caso com maior incerteza a respeito do proximo
valor na sequéncia de eventos.

A entropia é limitada ao intervalo 0 < H(X) < log(m),
assumindo valor zero para o caso em que um dos eventos
x, tenha probabilidade pp = 1 de ocorréncia (incerteza
minima) e valor log(m) para o caso em que todos os
eventos ry sejam equiprovaveis com probabilidade pi =
1/m (incerteza méxima).
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Figura 2: (A) Quantidade de informacdo de Shannon I, em
funcdo da probabilidade p de ocorréncia do evento k. (B) Entro-
pia informacional em func3o da probabilidade p quando apenas
dois eventos podem ocorrer z = {x1,z2} com probabilidades
pr = {p, 1 — p} respectivamente.

3.2. Informagao mutua

Para introduzir o conceito de informacdo mutua, consi-
dere o caso em que os eventos (pense neles como sinais em
uma série temporal) x € X sdo transmitidas através de
um canal ruidoscﬂ tendo sua saida observada em y € Y
(veja a figura [3). Dada a existéncia do ruido, a saida
observada pode nao corresponder fielmente a entrada
(por exemplo, a sequéncia bindria 01001110 na entrada
X se torna 01011100 na saida Y devido a agdo do ruido
sobre o terceiro evento na sequéncia).

Neste caso, o problema que se pde é o seguinte: como
medir a incerteza restante em X apds ser observado um
tnico valor de Y7

Para responder a esta pergunta, comecemos definindo
a grandeza chamada de entropia condicional pela equagao

12):
H(X|Y) = H(X,Y) - H(Y). (12)

A entropia Condicionaﬂ ¢é a quantidade de incerteza
restante sobre a entrada X apods a saida Y ter sido

4E dito que X ¢ a entrada do canal e Y a saida.
5 A entropia condicional é igual & entropia do ruido H(X|Y) = H(n)

[25).
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observada [23) . O primeiro termo do lado direito da
12

equacdo ((12|) é chamado de entropia conjunta, definida

pela equacao .

HX,Y) ==Y p(z,y)logp(x,y), (13)

zeX yeyY

onde p(x,y) é a probabilidade de ocorréncia do par z e
Y.
Para o caso em que X e Y sdo estatisticamente inde-

pendentes, p(z,y) = p(z)p(y) e a equagdo pode ser
reescrita como:

H(X,Y) = H(X)+ H(Y). (14)

O limite superior da entropia condicional é obtido
pela substituicao da equacao em resultando
em H(X|Y) = H(X). Ou seja, caso a entrada e a saida
sejam descorrelacionadas, a incerteza em X se mantém
inalterada independentemente do valor observado em Y.
Por outro lado, se Y = X a incerteza é reduzida a zero,
neste caso é dito que o canal é livre de ruido. Assim,
0<H(X|Y) < H(X).

Como a entropia H(X) é a incerteza acerca das en-
tradas X antes de se observar a saida Y, e a entropia
condicional H(X|Y) é a incerteza restante sobre X apds
a obervacao de Y, é possivel definir a redugdo média da
incerteza sobre X apds a observacao de Y pela equacao
(15)). Essa grandeza é chamada de informagio mutua
MI(X;Y) (do inglés para mutual information) [23/[25].

MI(X;Y) = H(X) — H(X|Y). (15)

De uma forma intuitiva, a informacao mutua pode ser
entendida como a informagao compartilhada por X e Y.

E importante notar algumas propriedades da informa-
¢ao mutua:

A informagao mutua é simétrica, isto é, MI(Y; X) =
MI(X;Y);

o A informagdo mitua é ndo negativa, isto é, MI(X;Y) > 0.

Substituindo em e isolando a entropia con-

junta, temos:

H(X,Y)=H(X)+H(Y) - MI(X,Y). (16)

Entrada X Saida Y

Cororr Jmp [y

O Ruido faz com
que alguns valores
Ruido do Input sejam

rr] alterados

Figura 3: Entrada X sendo transmitida através de um canal
contaminado com ruido 7, gerando a saida Y.
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Dessa forma, a entropia conjunta age como uma espé-
cie de contéiner para as varias entropias, incluindo a
informagdo mutua [25]. A relacdo entre as grandezas
apresentadas aqui é ilustrada na figura [4l Resumindo:

e H(X) é aincerteza relativa a X, isto é, a incerteza
sobre qual mensagem x serd transmitida;

o H(Y) é a incerteza relativa a Y, isto é, a incerteza
sobre qual mensagem y serd recebida;

e H(X,Y) ¢é a incerteza sobre a ocorréncia do par
x e y, ela age como um contéiner para as varias
componentes da entropia;

o H(X]Y) é a quantidade de incerteza restante sobre
a entrada X apds a saida Y ser observada.

3.3. Teoria da informagao em neurociéncia

Os conceitos da teoria da informacao discutidos nas se-
¢Oes anteriores comegaram a ser aplicados em neuro-
ciéncia poucos anos apds o aparecimento do artigo de
Shannon, tendo sido intensamente utilizados desde en-
tao [826H28].

Algumas das principais contribuicoes atuais da teoria
da informacao na neurociéncia permitem:

e estudar a capacidade de transmissao de informacgao
pelas células nervosas e quantificar a informagao
que flui através do sistema nervoso [29,30];

e inferir a conectividade estrutural de redes neurais
biolégicas por meio do registro da sua atividade
elétrica [31,32]. Medidas de entropia demonstram
que correlagoes na atividade elétrica das redes sao
dependentes do grau de conectividade interna;

« inferir a conectividade funcional de redes neurais
biolégicas por meio de dados de EEG, MEG ou
fMRI [33,34]. Regibes cerebrais néo necessaria-
mente conectadas apresentam atividade correla-
cionada interpretada como uma conexao funcional
entre elas.

H(X)

H(Y)

Figura 4: Relacdo entre as diversas entropias definidas e a
informacdo mutua (ver texto).
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4. Medindo a informacgao de trens de
disparo

Nesta secao, sao utilizadas grandezas da teoria da in-
formacao para determinar a quantidade de informacao
carregada por trens de disparos neuronais e recuperar
a matriz de conectividade de uma rede de neurdnios
binérios.

4.1. Método direto

Para um neurdnio binério (ver se¢io , considera-se que
existe uma probabilidade de disparo Py e uma probabi-
lidade de siléncio Ps (a principio estaciondrias). Essas
probabilidades podem ser estimadas a partir do trem de
disparos:

N
._ 4 T ti
Pd — szzlv ( )’ (17)
€,
P,=1- Py, (18)

onde N é o nimero de passos na simulacao do neuré6nio.

Em seguida, a entropia pode ser determinada utili-
zando diretamente a equagao (11)).

A informagao mutua entre dois trens de disparos (t)
e y(t) é calculada utilizando-se a equacao Isso requer
que se determine, além das entropias dos dois trens de
disparos H(x) e H(y), a entropia da distribui¢ao conjunta
H(xz,y). Note que a dependéncia do tempo nos trens
de disparos é omitida com o intuito de nao carregar a
notacgao.

A determinacgdo dessas entropias pode ser feita se-
guindo os passos abaixo:

1. Determina-se as probabilidade de disparo e siléncio,
para os trens de disparo z(t) e y(t), utilizando as
equacoes e ;

2. Com as probabilidades encontradas no passo ante-
rior, determina-se as entropias H(z) e H(y) com a
equagao ;

3. A determinagdo da probabilidade conjunta é feita
em 3 sub-passos:

a) Desloca-se o trem de disparos y(t) por um
intervalo de tempo 7 em relagdo ao trem de
disparos x(t);

b) Em seguida, para cada intervalo At, analisa-se
o par de valores z(t) e y(t + 7) para se deter-
minar o nimero de ocorréncias de cada um
dos pares, [0,0], [0,1], [1,0] e [1,1] e calcular a
probabilidade de ocorréncia de cada um deles;

¢) Com as probabilidades encontradas no passo
anterior, calcula-se a entropia conjunta dada
pela equacgao .

4. Apéds a determinacao das entropias H(x), H(y) e
H(z,y), a informagao muitua pode ser determinada
com a equacao (|16]).
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A figura [5 resume os passos para determinacio da
entropia H(x,y).

O valor de 7 para o qual a informacdo mutua entre
x(t) e y(t + 7) é maxima é o tempo que a informagao
leva para ir de um neurdnio ao outro.

As estimativas da entropia e da informacgao mitua por
meio das probabilidades Py e P; e das probabilidades
de ocorréncia dos pares [0,0], [0,1], [1,0] e [1,1] para
duas séries z(t) e y(t) podem ser consideradas boas para
neurénios cujos disparos se dao de forma independente.
Para o caso em que hé autocorrela¢cbes em um trem de
disparos, as probabilidades Ps; e Py sdo erroneamente
estimadas. Neste caso, deve-se adotar uma estratégia
em que se determina a probabilidade de ocorréncia de
um bloco constituido de uma sequéncia binaria dentro
de um trem de disparos. Para isso, primeiro determina-
se essas probabilidades aplicando-se diversos estimulos
ao neurdnio e amostrando sua resposta, i.e. os trens de
disparos.

Em seguida, repete-se o procedimento porém com um
estimulo fixo, de modo que a distribuicao de probabi-
lidade do conjunto de trens de disparos seja a proba-
bilidade condicional P(respostalestimulo). O célculo da
entropia utilizando essa distribuicao daréd a entropia con-
dicional (equagio ), ou seja, nesta etapa determina-se
a informagao relativa ao ruido existente na resposta do
neurdnio. A razao para isso é que com repetidas apresen-
tagoes do mesmo estimulo, respostas ruidosas tornam-se
menos aparentes em meio ao padrao tipico de resposta
ao neurénio [30]. A figura |§| resume esquematicamente
este procedimento, denominado “método direto”.

Embora o método direto dé o valor real da informagao
contida no trem de disparos e tenha a vantagem de nao
necessitar de conhecimento prévio acerca da natureza do
estimulo aplicado, na pratica, sua implementagao é dificil
devido ao chamado “problema da dimensionalidade”. Por
exemplo, uma simulacao de duracao Ty;,, com resolugao
temporal At gera um trem de disparos com L = Ty;,, /At
bins. Como o trem de disparos é bindrio, existem 27
possiveis respostas do neurénio, ou seja, para estimar as

N = Tgim/ At
x(»[0]o[1[o]o[1]1]o[1]0]0O[1[1]

yo[0]o]1]1]o[1]o]1]o]0]1[0[O]

¢ At

«» [o]o[1]ofo[1 1010011}

yt+ «—[0]0]1]1]0]1]0[1]0]0]1]0]0]

Figura 5: Resumo do método para determinagcdo da entropia
conjunta H (z,y) explicada no texto. Apds a obtenc3o dos trens
de disparo x(t) e y(t) (ver sec3ol[I]), desloca-se um deles por um
valor 7, e determina-se a probabilidade de ocorréncia dos pares
[0,0], [0,1], [1,0] e [1,1] (retdngulos vermelhos tracejados) para
em seguida determinar H (z,vy).
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Sinal

[0lo[o1]0[0]0[0T1[0[1]0[0][0]

Modelo
de |—
Ruido neuronio
7 Tempo
Tempo
B C

Estimulo varidvel — Entropia  Estimulo fixo — Ruido

—[1[0[1[1]0]0]0[1[0] — [O[O[1[1]0[0[1]1]0]
Rso7 Roaz

WWN — [T0[0TIIIT00] Wﬂ/ww—» AO[TITI000[1[0]
Ri76 Ri333

\I\]L\\MM — [O[II0[AAA[0] UVWW—» QIO
Rsap Rgs9

Figura 6: Esquema do método direto. (A) O modelo de neurdnio
é submetido a um sinal acompanhado de ruido, gerando uma série
temporal que, em seguida, é convertida em um trem de disparos.
(B) A entropia é determinada pela estimula¢do do neurbnio com
diversos sinais. Mede-se as respostas R do neurdnio para, em
seguida, determinar a distribuicdo P(R), com a qual pode-se
calcular a entropia utilizando a equaggo (II). (C) O ruido é
determinado do mesmo modo, porém utiliza-se sempre um sinal
fixo para estimular o neurdnio.

distribui¢oes de probabilidade das respostas é necessario
uma grande quantidade de dados, o que geralmente leva
a problemas de subamostragem [19,[35].

Além do problema da dimensionalidade, o método di-
reto nao indica quais aspectos do sinal sdo representados
pela resposta neuronal.

Uma maneira de contornar os problemas do método
direto é criando-se estimativas para a informagcao mutua,
como, por exemplo, o limite inferior para a informagao
mutua baseado na fungdo de coeréncia entre entrada e
saida. Isso serd discutido na préxima secao.

4.2. Informacgao mitua dependente da
frequéncia

Outra forma de calcular a quantidade de informacao con-
tida no trem de disparos z(t) de um neurdnio em resposta
a um dado estimulo s(t) é pela chamada “coeréncia es-
pectral” C,s(f), definida pela equagdo . A coeréncia
espectral é dada pelo quadrado do coeficiente de correla-
¢ao linear entre o estimulo e a resposta no dominio da
frequéncia, sendo limitada entre 0 < Cps < 1.

PSR

T—oo ([Z()I2)(5(f)?)
onde () indicam médias feitas por diversas repeticoes e
Z(f) e 3(f) sdo, respectivamente, as transformadas de

(19)
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Fourier do trem de disparos neuronal e do sinal, dadas
por:

T T
iU):[;m@k%”ﬁ, ﬂfﬁ:A s()e2 il dt, (20)

em que T ¢é a janela de tempo usada para integracao.
O limite inferior da informacao mutua (Ij;) é dado

pela equacao :

fe
Iy = —/0 log, (1 — Cxs(f))df. (21)
Esse limite inferior para a taxa de informacao mitua
(MIR, do inglés “mutual information rate”) é valido
somente para o caso em que a estatistica do sinal de
entrada s(t) é gaussiana.

Um aspecto interessante do calculo da informacao uti-
lizando a equacdo (21) é que o termo no interior da
integral pode ser visto como a taxa de informagao de-
pendente da frequéncia. Assim, diferentemente do que
acontece no método direto, em que nao se sabe quais
aspectos do sinal sao representados pela resposta neuro-
nal, aqui tém-se uma nog¢ao disso. Observe que plotando
—log,(1— Cys(f)) versus f é possivel determinar quanta
informacao do sinal é processada em cada frequéncia.

Para demonstrar esses conceitos, os modelos de neur6-
nios descritos na se¢ao |2 foram implementados Python e,
a partir dos resultados obtidos, foram determinadas as
curvas para a MIR e o valor total da informacgao Iyy,.

Na figura [7, pode-se observar que o neurénio Poisson
transmite informacao igualmente em todas as frequén-
cias, enquanto que o neurénio LIF estocastico carrega
informacao preferencialmente nas baixas frequéncias.

A integragdo das curvas na figura [7] d4 o valor total
da MIR para cada um dos neurdnios. A capacidade do
LIF estocastico, tanto para o caso com sinal fraco quanto
para o sinal forte (20,97 £ 0,22 bits/s e 139,44 £+ 0,65
bits/s respectivamente) é superior a do neurdnio Poisson
(3,33 £ 0,08 bits/s).

Observe que apesar das medidas apresentadas nessa
secdo se restringirem a sinais de origem gaussiana, a sua
implementacao pratica é mais vidavel que as do método
direto.

5. Determinacao da conectividade de
uma rede

Nesta se¢ao, com o objetivo de determinar a matriz de
adjacéncia de uma rede de neurdnio binarios, utiliza-se o
método discutido na se¢ao Em particular, estima-se
as probabilidades de disparo e de siléncio, dadas pelas
equagoes e 7 para calcular a entropia dos trens
de disparos. Para determinar a informagio mutua entre
pares de neur6nios, utiliza-se o algoritimo esquematizado
na figura

A atividade da rede descrita na secéo pode ser
visualizada com um grafico de rastreio como o da figura
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0,02 — Poisson
0’01\/‘\/\/\_\/\/\/\‘\/\_\/\/\_\/’\,\/\_
% 0.6 LIF (sinal fraco)
Z 0.4 —_ sinal fraco
e 0,2 \_‘
2 T T
gk — LIF (sinal forte)
1 4

100 150 200 250
Frequéncia [Hz]

0 50 300

Figura 7: Curvas da taxa de informacdo mdtua dependente
da frequéncia para os casos em que utilizou-se (i) o neurénio
Poisson, (ii) o neurdnio LIF com sinal fraco e (iii) o neurdnio LIF
com sinal forte. E possivel ver que o neurbnio Poisson processa
informac3o igualmente em todas frequéncias, enquanto que o
neurdnio LIF processa preferencialmente nas baixas frequéncias.
Além disso, o neurdnio LIF é capaz de transmitir uma quantidade
maior de informac3o (especialmente no caso com sinal forte,
veja a discussdo no texto).

Neste grafico, o eixo vertical representa os neurénios,
indexados de 1 a N, e o eixo horizontal representa o
tempo. Os disparos dos neur6nios sao representados por
barras amarelas. Assim, cada linha horizontal no dia-
grama representa o trem de disparos de um neurénio de
forma visual.

Utilizando o método apresentado na secdo foi
possivel recuperar a matriz de adjacéncia M?d original
da rede. A figura @] mostra a matriz original (figura @]A)
ao lado da matriz recuperada (figura ) Observe que

100 gy

80 [E
608

40

Numero do neurdnio

20

5000 5100 5200 5300 5400 5500

Tempo [ms]
Figura 8: Gréafico de rastreio dos trens de disparo da rede de
autdématos. Cada linha horizontal representa o trem de disparos

de um neurdnio, onde cada traco amarelo corresponde a um
disparo.
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Figura 9: Aplicacdo do célculo da informacdo mutua para neurd-
nios binarios para a recuperacido da matriz de adjacéncia original
da rede. Em (A) é mostrada a matriz de adjacéncia original, onde
cada traco amarelo é o valor de G., como descrito na secido
Em (B) mostra-se os valores de informacdo mitua encontrados.
As cores indicam a intensidade da MI(x;y). Nota-se que nos
pontos onde existe conexdo a MI(z;y) é alta permitindo que
M3 seja estimada.

a segunda matriz apresenta os valores da informacao
mitua entre pares de neurénio pré- e pos-sindpticos.
Por intermédio da matriz de informacao mitua é pos-
sivel estimar M?3. Isto é feito estabelecendo-se um valor
de corte L, e em seguida, atribuindo-se o valor 1 nas
posicoes da matriz estimada Mfsdtj em que os valores da
matriz de informagao mitua MI(z;y) ultrapassarem L.
Sendo, atribui-se o valor 0. E importante ressaltar que
neste caso utilizou-se 7 = 1, que é igual ao valor do passo
de tempo At utilizado, e como a probabilidade de disparo
de um dado neurénio depende do estado dos neurdnios
pré-sinapticos no passo anterior, esse é o tempo que leva
para a informacao viajar de um neurdnio ao outro.

6. Conclusao

Os métodos apresentados neste texto ilustram maneiras
de se aplicar ferramentas da teoria da informagao a trens
de disparos. Em particular, mostrou-se como determinar
a informagao para trens de disparos de neurdnios Poisson
e LIF estocastico utilizando o método direto e o método
baseado na funcdo de coeréncia. O segundo método nao
esta sujeito ao problema da dimensionalidade, como o pri-
meiro, e permite maior eficiéncia em aplicagoes praticas,
embora esteja restrito ao caso de sinais gaussianos.

Também foi mostrado como realizar o calculo da en-
tropia para neurdnios binarios e da informacdo mitua
entre dois trens de disparos gerados por esse tipo de
neurdnio. Como aplicacgao final desse método mostrou-se
que é possivel utilizé-lo para recuperar a conectividade
de uma rede simples de autéomatos celulares.

Esses métodos ilustram a aplicabilidade das ferramen-
tas da teoria da informagdo em neurociéncia. Além deles,
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medidas desenvolvidas recentemente como, por exemplo,
as chamadas “entropia transferida” [36] e “campo de
dindmica da informacdo” [37], propdem novas grandezas
que permitem determinar como a informagao flui, é arma-
zenada e é transformada pelos disparos dos neur6nios de
uma rede neural. Outra medida recente, chamada “infor-
macao mutua causal”, aperfeicoa a metodologia utilizada
aqui para nao sé inferir a topologia da rede, mas também
a direcdo e a natureza das sinapses [3§].

De modo geral, o presente artigo apresentou as gran-
dezas fundamentais da teoria da informacao para que o
leitor interessado em se aprofundar tenha mais facilidade
ao adentrar no estado da arte no campo da teoria da
informacao aplicada a neurociéncia.

Material suplementar

O seguinte material suplementar estd disponivel online:
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