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Resumo

Processos industriais são frequentemente descritos por um elevado número de variáveis correlacionadas e ruidosas. 
Este artigo apresenta um método para seleção das variáveis mais relevantes para classificação de bateladas de produção 
valendo-se de múltiplos critérios de desempenho (sensibilidade e especificidade). As bateladas são categorizadas em 
duas classes (conforme ou não conforme, por exemplo). O método utiliza a regressão PLS (Partial Least Squares) para 
derivar um índice de importância das variáveis de processo. Um procedimento iterativo de classificação das bateladas 
e eliminação das variáveis é então conduzido. Por fim, uma medida de distância euclidiana ponderada é aplicada para 
selecionar o melhor subconjunto de variáveis. Ao ser aplicado em dados de processos industriais, o método proposto 
reteve, em média, 12% das variáveis originais, elevando a sensibilidade em 9%, de 0,78 para 0,85, e a especificidade 
em 20%, de 0,64 para 0,77. Estudos de simulação permitiram avaliar o desempenho do método frente a cenários 
distintos.
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1. Introdução

O elevado volume de dados coletados em processos 
industriais tem incentivado o desenvolvimento de 
métodos para seleção das variáveis mais relevantes. 
A maioria dos estudos tem selecionado variáveis de 
processo (temperatura, pressão e concentração de 
componentes, entre outras) com vistas à predição de 
uma ou mais variáveis de produto (GAUCHI; CHAGNON, 
2001; MEIRI; ZAHAVI, 2006; OZTURK; KAYALIGIL; 
OZDEMIREL, 2006; OLAFSSON; LI; WU, 2008). O 
objetivo deste estudo, no entanto, é selecionar as 
variáveis de processo mais relevantes com vistas à 
categorização de bateladas de produção valendo-se 
de múltiplos critérios de desempenho de classificação, 
como sensibilidade e especificidade.

O critério de desempenho tradicionalmente 
utilizado em procedimentos de seleção de variáveis 
com propósito de classificação é a acurácia, definida 
como a fração das bateladas corretamente classificadas 
(ANZANELLO; ALBIN; CHAOVALITWONGSE, 2009). 
No entanto, existem situações em que outros critérios 

são mais apropriados. Na indústria farmacêutica, por 
exemplo, a incorreta classificação de uma batelada 
não conforme como conforme pode acarretar sérias 
consequências. Neste caso, o critério especificidade 
(fração de bateladas não conformes corretamente 
classificadas) deve ser avaliado em detrimento à 
acurácia. Por outro lado, cenários onde a classificação 
equivocada de uma batelada conforme pode acarretar 
impactos financeiros elevados devem ser analisados 
através do critério sensibilidade (fração de bateladas 
conformes corretamente classificadas). No método 
proposto, o custo para coleta e análise de variáveis 
também pode ser avaliado como critério para 
seleção das variáveis, juntamente com sensibilidade 
e especificidade.

Abordagens para a seleção de variáveis utilizando 
múltiplos critérios têm sido sugeridas em aplicações de 
reconhecimento de texto, análise financeira e sistemas 
de segurança (ROSE-PEHRSSON et al., 2000; DOAN; 
HORIGUCHI, 2004; PIRAMUTHU, 2004; PENDARAKI; 
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ZAPOUNIDIS; DOUMPOS, 2005; HUANG; TZENG; 
ONG, 2006; PASIOURAS et al., 2007; ARAGONÉS-
BELTRÁN et al., 2008). Uma revisão abrangente sobre 
critérios múltiplos com foco em tomada de decisão 
é apresentada em Zopounidis e Doumpos (2002) e 
Sueyoshi (2006). A utilização de tais critérios em 
cenários industriais, no entanto, não tem encontrado 
aplicação recente.

O método proposto para seleção de variáveis 
com base em múltiplos critérios de desempenho é 
operacionalizado como segue. A regressão PLS (Partial 
Least Squares) é inicialmente aplicada na porção de 
treino de um banco de dados para geração de um 
índice de importância para cada variável de processo. 
Em seguida, as observações (bateladas) da porção de 
treino descritas por todas as variáveis são categorizadas 
em duas classes através da ferramenta k-Nearest 
Neighbor (KNN). Critérios para medição do desempenho 
de classificação (sensibilidade, especificidade, custo das 
variáveis retidas etc.) são computados. Na sequência, 
a variável com o menor índice de importância é 
eliminada, uma nova classificação é realizada utilizando 
as variáveis remanescentes, e o desempenho de 
classificação é reavaliado. Tal procedimento iterativo 
é mantido até que apenas uma variável reste. Uma 
análise de Pareto Ótimo aponta os subconjuntos de 
variáveis candidatas à melhor solução. O subconjunto 
ideal é identificado com base em uma medida de 
distância ponderada de cada subconjunto candidato 
a um ponto hipotético tido como ideal. Por fim, as 
variáveis selecionadas são validadas na porção de teste. 
Ao ser aplicado em seis bancos de dados industriais, 
o método proposto aumentou significativamente 
o desempenho de classificação (sensibilidade e 
especificidade) utilizando um percentual reduzido 
de variáveis. Experimentos de simulação permitem 
avaliar o desempenho do método frente a distintos 
níveis de ruído, colinearidade e proporção “número 
de observações/número de variáveis” nos bancos 
de dados.

O artigo está organizado como segue. A seção 2 
traz os fundamentos da regressão PLS e da ferramenta 
de classificação KNN, enquanto a seção 3 descreve 
o método para seleção de variáveis com base em 
múltiplos critérios. A seção 4 apresenta os resultados 
do método aplicado em dados industriais reais. Uma 
conclusão é apresentada na seção 5.

2. Referencial teórico

A regressão PLS (Partial Least Squares), a exemplo 
da análise de componentes principais, gera um reduzido 
número de combinações lineares independentes das 
variáveis de processo. Essas novas variáveis, chamadas 
de componentes PLS, respondem pela maior parte da 
variância presente nas variáveis originais do processo. 

Normalmente, apenas três ou quatro componentes 
PLS são retidos para representar dezenas ou mesmo 
centenas de variáveis de processo.

Os principais parâmetros que resultam de regressão 
PLS são pesos e cargas. Esses parâmetros podem ser 
calculados através do algoritmo NIPALS; ver Goutis 
(1997), Abdi (2003) e Geladi e Kowalski (1986). 
Detalhes matemáticos da regressão PLS podem ser 
obtidos em Westerhuis, Kourti e MacGregor (1998), 
Wold, Sjostrom e Eriksson (2001) e Wold et al. (2001). 
A regressão PLS pode ser operacionalizada através 
do toolbox PLS, encontrado em pacotes estatísticos 
como Matlab® e R®.

Os fundamentos da regressão PLS são agora 
apresentados. Considere uma matriz X com 
n observações para cada uma das J variáveis de 
processo e uma matriz Y com n observações para 
cada uma das M variáveis de produto. As variáveis de 
processo e produto referentes a uma batelada i são 
representadas pelos vetores xi (xi1, xi2, …, xiJ) e 
yi (yi1, yi2, …, yiM), respectivamente.

A regressão PLS gera A combinações lineares 
(componentes) das variáveis de processo, 
tia = w1axi1 + w2axi2 + ... + wjaxij = wa′xi, com A ≤ J. 
O número de componentes, A, é geralmente 
pequeno, e pode ser definido através do método 
de validação cruzada proposto em Hoskuldsson 
(1988). O vetor wa = w1a, w2a, ...,wja quantifica 
a influência de cada variável na composição do 
componente e, por consequência, na composição das 
variáveis de processo e produto (WOLD; SJOSTROM; 
ERIKSSON, 2001). Componentes são similarmente 
construídos para as variáveis de produto Y, ou 
seja, uia = c1ayi1 + c2ayi2 + ... + cMayiM = ca′yi, onde 
ca = (c1a, c2a, ...,cMa) é o peso das variáveis de produto.

Os vetores de peso wa e ca são estimados com vistas 
à maximização da covariância entre os componentes 
ta and ua. Tais pesos são ortogonais entre si, garantindo 
a independência dos componentes gerados. Por fim, 
o vetor de carga, pa = (p1a, p2a, ...,pJa) é gerado pela 
regressão das colunas de X em relação a ta, fornecendo 
informações relevantes sobre as variáveis do processo.

A regressão PLS pode ser utilizada em situações 
onde as variáveis de processo apresentam elevados 
níveis de correlação, ruído, observações faltantes e 
desbalanço na proporção de variáveis e observações. 
Tais condições são frequentemente encontradas em 
aplicações industriais; ver Wold, Sjostrom e Eriksson 
(2001), Kettaneh, Berglund e Wold (2005), Nelson, 
MacGregor e Taylor (2006) e Hoskuldsson (2001).

Por sua vez, a ferramenta de classificação k-Nearest 
Neighbor (KNN) encontra ampla utilização por conta 
de sua simplicidade conceitual e disponibilidade em 
pacotes estatísticos. Algumas aplicações incluem 
a classificação de genes em Golub et al. (1999), 
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reconhecimento de texto em Weiss et al. (1999) 
e detecção de atividade cerebral anormal em 
Chaovalitwongse, Fan e Sachdeo (2007). Na KNN 
existem N observações em um conjunto de dados de 
treino composto por J variáveis de processo. O objetivo 
é classificar uma nova observação em conforme ou 
não conforme (1 ou 0, respectivamente), utilizando-se 
apenas as variáveis do processo. O algoritmo KNN 
mede a distância euclidiana entre a nova observação 
e os k vizinhos mais próximos (ou seja, observações 
já existentes). A classe de cada um dos k vizinhos é 
previamente conhecida, 0 ou 1. Uma nova observação 
é classificada como 0 se a maioria dos seus vizinhos 
mais próximos pertencer a 0. O número de vizinhos k, 
é definido através da maximização de uma medida 
de desempenho de classificação na porção de treino, 
onde a classe de cada observação é conhecida. Mais 
detalhes sobre KNN podem ser encontrados em 
Ridgeway (2003).

3. Método

O método proposto para seleção de variáveis 
utilizando múltiplos critérios de desempenho é 
operacionalizado em quatro passos: (1) Aplicação 
da regressão PLS no banco de dados e geração de 
um índice de importância da variável de processo; 
(2) Categorização das bateladas em duas classes e 
eliminação das variáveis irrelevantes; (3) Geração 
do perfil de desempenho e aplicação da análise de 
Pareto Ótimo; e (4) Identificação da melhor solução 
da fronteira do Pareto. Tais passos são detalhados 
na sequência.

O primeiro passo aplica a regressão PLS no 
banco de dados e gera um índice de importância 
de cada variável de processo. Para tanto, considere 
dados de entrada para N bateladas. Uma batelada 
i =1, …, N é descrita pelo vetor de variáveis de processo 
xi = (xi1, xi2, …, xiJ), enquanto a variável de produto é 
descrita por yi . O banco de dados é randomicamente 
dividido em duas porções: treino (Ntr) e teste (Nts), 
com N = Ntr + Nts. Recomenda-se manter 60% das 
observações na porção de treino (CHONG; ALBIN; 
JUN, 2007).

A regressão PLS é aplicada na porção de treino 
(Ntr). Os parâmetros de interesse gerados pela regressão 
incluem os pesos wja, as cargas pja e o percentual de 
variância em Y explicado pelo a-ésimo (a = 1, ..., A) 
componente retido, 2

YaR . Tais parâmetros são utilizados 
na geração de um índice de importância das variáveis 
de processo com vistas à eliminação das variáveis 
ruidosas e menos relevantes. O índice de importância 
da variável j é definido como vj , j = 1,…, J. Valores 
elevados de vj indicam as variáveis mais importantes 
para propósitos de classificação (ANZANELLO; ALBIN; 
CHAOVALITWONGSE, 2009).

O índice de importância vj é gerado na Equação 1, 
sendo que *

jaw  é obtido através da relação 
1*

ja ja ja jaw w ( p w ) −= . Wold, Sjostrom e Eriksson 
(2001) afirmam que o peso ajustado *

jaw  conduz 
a processos de seleção mais estáveis do que o peso 
original (wja). Detalhes sobre *

jaw  podem ser obtidos 
em Manne (1987).

2 2

1

A
*

j ja Ya
a

v ( w ) R
=

= ∑
     

j = 1,…, J.	 (1)

Wold, Sjostrom e Eriksson (2001) inicialmente 
sugeriram o índice vj para seleção de variáveis com 
propósitos de predição. No entanto, o mesmo 
apresentou resultados satisfatórios em procedimentos 
de seleção com vistas à classificação de bateladas 
produtivas (ANZANELLO; ALBIN; CHAOVALITWONGSE, 
2009).

A etapa seguinte consiste na eliminação das 
variáveis irrelevantes da porção de treino. Para tanto, 
as bateladas descritas por J variáveis independentes 
são classificadas como conformes ou não conformes 
através da ferramenta de classificação KNN, e múltiplos 
critérios de avaliação de desempenho de classificação 
(ex. sensibilidade e especificidade) são calculados. 
Tais critérios são definidos como segue.

Considere quatro possibilidades de classificação 
(CHAOVALITWONGSE; FAN; SACHDEO, 2007): 
1) Positivos verdadeiros (PV), os quais denotam 
a correta classificação de bateladas conformes; 
2) Negativos verdadeiros (NV), indicando a correta 
categorização de bateladas não conformes; 3) Positivos 
falsos (PF), indicando a equivocada classificação de 
bateladas não conformes na categoria conforme; 
e 4) Negativos falsos (NF), indicando a equivocada 
categorização de bateladas conformes na categoria não 
conforme. Sensibilidade é definida como a fração de 
bateladas conformes corretamente categorizadas, de 
acordo com a Equação 2; similarmente, especificidade 
é dada pela fração de bateladas não conformes 
corretamente categorizadas, conforme a Equação 3.

PV
Sensibilidade

PV FN
=

+ 	
(2)

NV
Especificidade

NV FP
=

+ 	
(3)

Na sequência, remove-se a variável com o menor 
valor absoluto de vj e classifica-se novamente a porção 
de treino consistindo das J-1 variáveis remanescentes. 
A sensibilidade e especificidade de classificação são 
novamente calculadas. Esse processo de eliminação 
e classificação é repetido até que exista apenas uma 
variável remanescente.

Após concluir-se o processo de eliminação das 
variáveis, inicia-se o terceiro passo com a construção 
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de um gráfico associando os critérios de desempenho 
(sensibilidade, especificidade, entre outros), ou 
percentual de custo das variáveis retidas, ao percentual 
de variáveis retidas. Cada ponto deste gráfico refere-se 
ao desempenho de classificação ou custo das variáveis 
remanescentes decorrente da eliminação de uma 
variável. No caso de mais de três critérios serem 
considerados na análise, o gráfico é substituído por 
uma tabela descrevendo os valores de desempenho 
e percentual de variáveis retidas.

Na sequência, aplica-se a análise de Pareto Ótimo 
(PO) para identificar soluções diferenciadas. As soluções 
apontadas pela análise de PO são definidas como 
soluções “não dominadas” em aplicações caracterizadas 
por múltiplas funções objetivo, ou seja, soluções que 
não podem ser superadas por soluções vizinhas em 
termos dos objetivos avaliados. As soluções “não 
dominadas” são ilustradas em um contorno gráfico 
denominado fronteira do Pareto. Tal fronteira facilita 
a identificação da melhor solução (ou grupo de 
melhores soluções), visto que o conjunto de potenciais 
soluções é reduzido de forma significativa (HORN; 
NAFPLIOTIS; GOLDBERG, 1994; ZITZLER; THIELE, 
1999; TABOADA; COIT, 2007, 2008).

No quarto passo, os pontos da fronteira do 
perfil de sensibilidade/especificidade têm suas 
distâncias euclidianas calculadas em relação a um 
ponto do gráfico tido como ideal. As coordenadas 
do ponto ideal devem ser coerentes com os critérios 
analisados: valores próximos a 1 para os critérios de 
desempenho de classificação e valores próximos a 0 
para o percentual de variáveis retidas e custo dessas 
variáveis. Tais coordenadas são definidas pelo usuário. 
O ponto de fronteira com a menor distância ao 
ponto ideal é definido como ponto base (PB), e sua 

distância definida como dPB. Um exemplo hipotético 
considerando três critérios (dois a serem maximizados, 
como sensibilidade e especificidade, e um a ser 
minimizado, como percentual de variáveis retidas) 
é apresentado na Figura 1. O ponto hipotético tido 
como ideal, neste caso, é representado por (1,1,0).

Na sequência, sugere-se a varredura dos pontos de 
fronteira vizinhos ao ponto PB. Com isso, pretende-se 
avaliar soluções que aumentem significativamente um 
ou mais critérios de desempenho por conta da inclusão 
de variáveis adicionais na solução final. Considere os 
F (f = 1, ..., F) pontos de fronteira contendo um ou 
mais critérios de desempenho superiores aos obtidos 
no ponto PB. Calcula-se a variação de desempenho do 
critério c, varcf , com base no percentual de variáveis 
retidas no ponto f, conforme a Equação 4:

cf cPB
cf

f PB

crit crit
var

ret ret
−=
−      

c = 1,..., C; f = 1,..., F	 (4)

onde critcf denota o critério de desempenho c avaliado 
no ponto f, critcPB denota o valor daquele critério 
no ponto PB, retf é o percentual de variáveis retidas 
no ponto f e retPB indica o percentual de variáveis 
retidas no ponto PB. Tal relação é calculada para os 
C critérios de desempenho considerados.

Na sequência, calcula-se a distância euclidiana 
ponderada de cada ponto f, dwf . Tal distância é 
calculada através da Equação 5 que, para fins de 
ilustração, considera os critérios sensibilidade (sens) e 
especificidade (espec). A Equação 5 pode ser facilmente 
desdobrada para mais de três critérios.

2 2 21 1f f f
f

sensf especf

( sens ) ( espec ) ( ret )
dw

var var
− + − +=

×    
f = 1, ..., F	(5)

Figura 1. Perfil hipotético gerado com a eliminação sistemática de variáveis de processo.
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A obtenção de valores negativos em varf indica 
que o desempenho de classificação foi reduzido com 
a inclusão de variáveis adicionais. Tal ponto não deve 
ser avaliado na Equação 5. Além disso, a ordem da 
subtração no numerador da Equação 4 deve ser 
alterada quando o critério “custo das variáveis retidas” 
for analisado (quanto mais baixo o custo, melhor).

Por fim, o menor valor de dwf ou dPB identifica o 
ponto da fronteira associado ao melhor subconjunto 
de variáveis para classificação. As variáveis selecionadas 
são então utilizadas na categorização das bateladas 
da porção de teste (simbolizando novas observações), 
e o desempenho da classificação avaliada segundo os 
critérios utilizados no processo de seleção.

4. Aplicação em dados industriais

O método proposto é aplicado em dados de seis 
processos industriais obtidos em Gauchi e Chagnon 
(2001) e Wold, Sjostrom e Eriksson (2001). A 
Tabela 1 traz o nome de cada processo, natureza 
de aplicação, número de variáveis de processo e 
número de observações (bateladas) nas porções de 
treino e teste. Tais variáveis de processo referem-se a 
temperaturas, pressões e concentrações de reagentes 
químicos, enquanto a variável de resposta denota uma 
característica do produto, como viscosidade ou teor de 
pureza. As observações de cada banco de dados foram 
classificadas em dois níveis de qualidade (conforme 
ou não conforme), seguindo especificações na variável 
de resposta fornecidas por Gauchi e Chagnon (2001) 
e Wold, Sjostrom e Eriksson (2001).

Na sequência, aplicou-se a regressão PLS na 
porção de treino de cada processo, sendo retidos três 
componentes para cada processo através de validação 
cruzada (ver WOLD; SJOSTROM; ERIKSSON, 2001). A 
variância em Y explicada pelos três componentes foi 
94% para ADPN, 75% para GRANU, 77% para LATEX, 
94% para OXY, 68% para PAPER e 71% para SPIRA. 
Um procedimento de validação cruzada também foi 
utilizado pra definir o melhor parâmetro k para a 
ferramenta de classificação KNN. Os resultados são 
apresentados entre parênteses: ADPN (3), GRANU (3), 
LATEX (3), OXY (3), PAPER (3), e SPIRA (9).

A Tabela 2 apresenta os critérios de sensibilidade, 
especificidade e percentual de variáveis retidas na porção 
de treino em cada banco. Na mesma tabela, o método 
proposto é comparado ao Q2

cum, originalmente proposto 
por Gauchi e Chagnon (2001) para seleção de variáveis 
com propósitos de predição e aqui adaptado para fins 
de classificação. O método proposto conduz a melhores 
resultados acerca de desempenho de classificação frente 
ao Q2

cum, retendo menor percentual de variáveis na 
maioria dos bancos analisados. A justificativa para o 
melhor resultado frente ao método Q2

cum decorre da 
integração da ferramenta KNN na classificação das 
bateladas e pela utilização de um índice de importância 
de variáveis mais consistente que o utilizado por 
Gauchi e Chagnon (2001), que ordenam suas variáveis 
valendo-se apenas do coeficiente de regressão PLS.

Para a porção de teste (composta por observações 
não utilizadas na geração do modelo), a sensibilidade 
foi elevada em 9%, de 0,78 para 0,85, enquanto que 
a especificidade aumentou 20%, de 0,64 para 0,77 
(Tabela 3).

Tabela 1. Processos industriais analisados.

Banco de dados Natureza de aplicação
Número de variáveis de 

processo

Número de observações

Porção de treino Porção de teste

ADPN Produção de nylon 100 57 14

GRANU Emulção na indústria de papel 78 300 200

LATEX
Polimerização em um processo 

de látex
117 210 52

OXY Produção de óxido de titânio 95 300 200

PAPER Reciclagem de papel 54 192 192

SPIRA Produção de antibióticos 96 115 29

Tabela 2. Desempenho do método proposto na porção de treino dos bancos de dados.

Banco de dados 
(número de 

variáveis originais)

Sensibilidade na porção de treino (%) Especificidade na porção de treino (%) Variáveis retidas (%)

Método 
proposto

Q2 cum
Sem seleção 
de variáveis

Método 
proposto

Q2 cum
Sem seleção 
de variáveis

Método 
proposto

Q2 cum

ADPN (100) 99 98 93 71 56 63 7 13

GRANU (78) 94 90 88 90 93 88 24 9

LATEX (117) 97 93 94 92 83 80 7 21

OXY (95) 98 98 98 95 81 67 8 13

PAPER (54) 75 63 48 94 98 93 9 11

SPIRA (96) 96 77 96 92 84 79 19 16

Média 93 87 86 89 83 78 12 14
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5. Experimentos de simulação

Por fim, a robustez do método proposto é analisada 
através de experimentos de simulação. Para tanto, 
geram-se bancos com base em dados reais de um 
processo de produção de látex. Assume-se que 
um modelo PLS é satisfatório para descrever tal 
processo. O banco de dados original é constituído por 
100 variáveis independentes, uma variável dependente 
e 100 observações, sendo que cada observação 
representa uma batelada de produção.

As variáveis independentes são geradas de acordo 
com uma distribuição multinormal, com média e 
matriz de correlação extraídas do banco de dados de 
produção de látex. A regressão PLS é então aplicada 
aos dados originais para estimar os coeficientes de 
regressão PLS, sendo que três componentes são 
retidos no modelo. A variância do erro é estimada 
como sugerido em Denham (2000).

A simulação utiliza três fatores (com seus 
respectivos níveis entre parênteses) entendidos como 

relevantes para identificação de variáveis em processos 
industriais (JUN; CHONG, 2005): (i) variância do 
erro – (0,5 ve, ve e 1,5 ve); (ii) correlação entre 
as variáveis – (1/3 cv, 1 cv e 3 cv); e (iii)  razão 
entre o número de observações e o número de 
variáveis –  (0,2 nv e 10 nv). Os níveis nominais 
para variância do erro e correlação são extraídos 
do banco de dados do processo de látex. O terceiro 
fator apresenta dois níveis: razão 0,2, onde o número 
de observações é menor que o número de variáveis 
(característica de processos em batelada), e razão 10. 
Foram geradas 500 repetições por caso.

Os resultados da simulação são apresentados na 
Tabela 4, onde são calculadas a média e a variância 
para as 500 repetições de cada cruzamento de níveis 
dos fatores. Percebe-se uma diminuição dos critérios 
de desempenho de classificação (sensibilidade e 
especificidade) à medida que maior ruído é inserido 
no banco de dados. A adição de ruído reduz a precisão 
dos parâmetros gerados pela regressão PLS, afetando 

Tabela 3. Desempenho do método proposto na porção de teste dos bancos de dados.

Banco de dados  
(número de variáveis originais)

Sensibilidade na porção de teste (%) Especificidade na porção de teste (%)

Método 
proposto

Q2 cum
Sem seleção de 

variáveis
Método 
proposto

Q2 cum
Sem seleção de 

variáveis

ADPN (100) 100 90 100 62 50 25

GRANU (78) 95 86 87 78 80 80

LATEX (117) 93 67 81 71 71 73

OXY (95) 96 94 97 88 72 57

PAPER (54) 35 16 20 90 86 86

SPIRA (96) 92 75 83 75 83 65

Média 85 71 78 77 74 64

Tabela 4. Desempenho do método proposto nos experimentos simulados.

0,5 nv

1/3 cv cv 3cv

0,5 ve ve 1,5 ve 0,5 ve ve 1,5 ve 0,5 ve ve 1,5 ve

Média

Sensibilidade 0,8508 0,7808 0,7496 0,7867 0,7717 0,7564 0,7686 0,7839 0,7548

Especificidade 0,8299 0,7868 0,7484 0,7764 0,7663 0,7542 0,7777 0,7622 0,7498

Variáveis 
retidas

0,0942 0,0883 0,0972 0,1194 0,1256 0,118 0,117 0,1286 0,1198

Variância

Sensibilidade 0,0125 0,0183 0,0219 0,0186 0,0197 0,017 0,0167 0,0167 0,0162

Especificidade 0,0142 0,015 0,0178 0,0144 0,0189 0,0162 0,0167 0,0178 0,0174

Variáveis 
retidas

0,0046 0,004 0,0065 0,0056 0,0087 0,0063 0,0063 0,0087 0,0065

10 nv

1/3 cv cv 3 cv

0,5 ve ve 1,5 ve 0,5 ve ve 1,5 ve 0,5 ve ve 1,5 ve

Média

Sensibilidade 0,8809 0,7114 0,6639 0,7022 0,6512 0,6309 0,681 0,6343 0,6304

Especificidade 0,8068 0,7162 0,6705 0,7024 0,6551 0,6404 0,6668 0,6519 0,6268

Variáveis 
retidas

0,0822 0,0932 0,0964 0,122 0,109 0,107 0,1208 0,1129 0,1004

Variância

Sensibilidade 0,0038 0,0054 0,0059 0,0053 0,0072 0,0069 0,0059 0,0052 0,0061

Especificidade 0,0039 0,0053 0,0056 0,0048 0,0069 0,0068 0,0055 0,0058 0,0069

Variáveis 
retidas

0,0017 0,004 0,0045 0,0044 0,0048 0,0049 0,0053 0,0055 0,0046
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o índice de importância das variáveis da Equação 1 
e alterando a ordem de eliminação das variáveis 
no passo 2 do método proposto. O percentual de 
variáveis permanece praticamente inalterado com a 
adição de maiores níveis de ruído, porém variáveis 
menos relevantes deslocam outras mais relevantes 
no ordenamento de importância. Um maior ruído, 
como esperando, tende a elevar a variabilidade dos 
índices de desempenho (medida pela variância na 
Tabela 4), porém não estabelece um padrão nítido 
de influência sobre o percentual de variáveis retidas.

De maneira similar, o aumento da correlação 
entre as variáveis também reduz o desempenho de 
classificação do método proposto. Apesar de mais 
robusta do que a tradicional regressão linear múltipla, 
elevados níveis de colinearidade entre as variáveis 
prejudicam a estimação dos parâmetros da regressão 
PLS e, por consequência, reduzem a precisão dos 
índices de importância gerados.

Um aumento no número de observações eleva 
o desempenho das classificações. Tal situação é 
justificada pela maior disponibilização de informação 
à regressão PLS, a qual gera parâmetros mais precisos 
e conduz a índices de importância mais confiáveis, 
beneficiando o processo de eliminação de variáveis. 
Uma maior proporção de observações frente às 
variáveis também reduz a variabilidade nos critérios 
de desempenho e percentual de variáveis retidas.

6. Conclusão

Este artigo apresentou um método para seleção 
de variáveis com base em múltiplos critérios de 
desempenho. As etapas do método são: (1) Aplicação 
da regressão PLS no banco de dados e geração de 
um índice de importância da variável de processo; 
(2) Categorização das bateladas em duas classes 
e eliminação sistemática das variáveis irrelevantes 
até que exista apenas uma variável remanescente; 
(3) Geração do perfil de desempenho e aplicação 
da análise de Pareto Ótimo; e (4) Identificação da 
melhor solução da fronteira do Pareto através de 
uma distância euclidiana ponderada.

Quando aplicado na porção de teste de seis bancos 
de dados industriais, o método reteve, em média, 
12% das variáveis originais. As variáveis selecionadas 
elevaram a sensibilidade de classificação da porção 
de teste em 9%, de 0,78 para 0,85, enquanto que 
a especificidade da mesma porção aumentou 20%, 
de 0,64 para 0,77. Verificou-se ainda redução 
significativa no percentual de custo e número de 
variáveis retidas ao incluir-se um quarto critério (custo 
de medição/coleta das variáveis retidas). Experimentos 
de simulação permitiram avaliar o impacto gerado por 
diferentes níveis de ruído, colinearidade e proporção 
de observações/variáveis sobre o método proposto.

Desdobramentos futuros incluem a extensão do 
método proposto para cenários onde diversas variáveis 
de resposta são encontradas. O desafio está na elevada 
correlação entre tais variáveis, responsável pela redução 
da eficiência dos métodos de classificação. Outro 
potencial desenvolvimento está ligado à categorização 
de bateladas em diversas classes (três ou mais), o 
que demanda aprimoramento na ferramenta de 
classificação KNN.
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A multiple criteria-based method for variable  
selection in industrial applications

Abstract

Several correlated and noisy variable are collected from industrial processes. This paper proposes a method for selecting 
the most relevant process variables aimed at classifying production batches into classes based on multiple criteria 
(e.g., sensibility and specificity). Production batches are inserted into two classes. The method first applies the PLS 
regression (Partial Least Squares) on process data and derives a variable importance index. A classification/elimination 
procedure is then carried out, and a weighted Euclidian distance is generated to identify the recommended variable 
subset. When applied to the testing set of real industrial data, the proposed method retained average 12% of original 
variables. The recommended subsets yielded 9% higher sensibility, from 0.78 to 0.85, and 20% higher specificity, 
from 0.64 to 0.77. Simulation experiments are also performed.
Keywords
Variable selection. Multiple criteria. PLS regression.
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